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学習済みモデルに任意の出力を促す画像生成と
それを用いた学習

平野 甫1,a) 岩村 雅一1,b) 黄瀬 浩一1,c)

概要：本稿では，画像分類モデルに任意の出力を促す画像生成手法を提案するとともに，提案手法による
生成画像を用いた学習を検証する．従来の画像生成手法では画像分類モデルの 1位の出力のみを改変させ
るが，提案手法では 1位の出力のみならず 2位以降の出力をも任意に改変することができる．提案手法に
よる生成画像の活用例として，生成画像を用いた画像分類モデルの学習を行った．実験の結果，生成画像
を用いない学習に比べ，画像分類の精度が向上した．

1. はじめに
近年，ニューラルネットワークは急速に発展してきてお

り，画像分類や物体検出，自然言語処理などの様々な分野
での研究が盛んに行われている．中でも，画像分類は，医
療分野での病気の診断や工場での検品など多岐にわたる分
野で活用されている重要な技術の 1つである．画像分類技
術の急速な発展の要因の 1つに誤差逆伝播法による重み更
新が挙げられる．画像分類モデルは入力として画像を受け
取り，出力として入力された画像が各クラスに属する確率
を返す．画像分類モデルの学習では，入力画像に対する画
像分類モデルの出力が入力画像に割り当てられた教師ラベ
ルに近づくように画像分類モデルの重みを更新する．この
画像分類モデルの重み更新に用いられるのが誤差逆伝播法
である．
本研究では，この誤差逆伝播法による重み更新を画像生

成に用いることができるかを試みた．提案手法による画像
生成では，画像分類モデルの出力が予め設定した教師ラベ
ルとなるような画像の生成を目標とする．提案手法では，
誤差逆伝播法による重み更新を画像分類モデルの重みにで
はなく，画像に対して適用することを考えた．そのため，
提案手法では，画像を「重み」として扱い，誤差逆伝播法に
よる重み更新によって画像を改変させていく．このとき，
生成画像に対する画像分類モデルの出力が予め設定した教
師ラベルに近づくように重み更新を行う．これにより，提
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図 1 提案手法による画像生成例

案手法による画像生成では，図 1に示すような，画像分類
モデルの出力全体を任意に改変させる画像を生成すること
ができた．
また，従来の画像生成手法では不可能であった複数のク

ラスの特徴を持つ画像を生成できる．提案手法による画像
生成では，重み更新の方法によっては得られる生成画像に
大きなノイズが現れ，不自然な画像が生成される場合があ
る．そこで，本研究では生成画像のノイズを減らし，自然
な画像を生成する方法についても実験を行った．
また，近年ではデータ拡張として画像生成を用いる研究

も行われている [1–3]．そこで，本研究では，提案手法に
よる画像生成の活用例として提案手法による生成画像を用
いた画像分類モデルの学習を行った．以降，2節で提案手
法及び重み更新の違いによる生成画像の違いについて説明
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し，3節で提案手法による生成画像を用いた学習の詳細と
結果を示し，4節で関連研究を紹介し，最後に 5節で結論
を述べる．

2. 提案手法
2.1 提案手法の概要
提案手法による画像生成では，画像分類モデルの出力が

予め設定した出力となるように画像を改変していく．その
ために用いるのが誤差逆伝播法である．通常，誤差逆伝播
法はニューラルネットワークの出力が教師ラベルに近づく
ようにニューラルネットワークの重みを更新するために用
いられる．提案手法ではこの誤差逆伝播法を用いて画像分
類モデルの重みではなく，画像を更新する．そのためには
画像分類モデルの重みを固定したうえで，画像を「重み」
として扱えるようにする必要がある．提案手法では画像を
「重み」として扱うために，図 2(a)のように画像分類モデ
ルの入力層の前に新たに全結合層 (以降，画像重み層と呼
ぶ)を 1層追加する．一般に，全結合層は入力 x ∈ RD に
対して，重みW ∈ Rd×D，バイアス b ∈ Rd をパラメータ
として持ち，以下の式で計算される y ∈ Rd を出力する．

y = Wx+ b (1)

画像重み層の役割は，画像を「重み」として保持し，保持
している「重み」を画像として出力することである．そこ
で，提案手法ではD = 1，d = c×h×wとし，常に x = 1，
b = 0とすることで，保持している重みを出力することが
できる．ただし，c, h, w はそれぞれ画像のチャンネル数，
高さ，幅である．画像を画像重み層の「重み」として設定す
る際には画像の画素値の取りうる値は [0, 1]であるのに対
し，「重み」は (−∞,+∞)であるため，提案手法では以下
の式を用いて画像の画素値を [0, 1]から (−∞,+∞)にマッ
ピングしたのちに重みとして設定する．

x′ = tan((x− 0.5)π) (2)

ここで，x ∈ Rc×h×w は元画像，x′ ∈ Rc×h×w はマッピン
グ後の値である．したがって，画像重み層の重みW は

W = (x′
111, x

′
112, x

′
113, . . . , x

′
chw)

⊤ (3)

となる．ただし，xijk は画像の ijk成分を表す．画像重み
層からの出力 yに対しては式 (2)の逆関数

y′ =
arctan(y)

π
+ 0.5 (4)

によって値を (−∞,+∞)から [0, 1]にマッピングしたのち，
画像となるように並べ替えたものを画像分類モデルに入力
する．すなわち，画像分類モデルへの入力 z ∈ Rc×h×w は

zijk = y′(i−1)hw+(j−1)w+k (5)
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図 2 提案手法の流れ

となる．そのため，図 2(b)のように画像分類モデルに入
力されるものは画像となり，画像分類モデルは通常通り，
推論結果を出力する．得られた推論結果と予め設定した出
力との Lossを計算し重み更新を行うことで画像を改変さ
せていく．上記の重み更新を Lossが十分小さくなるまで
繰り返し，最後に画像重み層の重みを画像に変換すること
で画像を生成する．

2.2 重み更新の方法の違いによる生成画像の違い
提案手法による画像生成では，重み更新の方法によって

得られる生成画像が大きく異なる．本小節ではいくつかの
重み更新手法によって得られた生成画像例について紹介
する．
2.2.1 SGDを用いた画像生成
重み更新に SGDを用いた場合の生成画像の例を図 3に
示す．SGDの更新式は以下の通りである．

W t+1 ←W t − γ∇WL(W t)− γλW t (6)

ここで，W は画像重み層の重み，γ は学習率，Lは損失関
数，λは重み減衰を表す．画像生成時の SGDのパラメー
タの設定は γ = 0.05, λ = 5× 10−4 である．図 3から分か
るように，ノイズがほぼなく，色彩にも不自然な箇所のな
い画像を生成できた．
2.2.2 Momentum SGDを用いた画像生成
重み更新にMomentum SGD [4]を用いた場合の生成画
像の例を図 4に示す．Momentum SGDの更新式は以下の
通りである．

vt+1 ← µvt + γ∇WL(W t) + γλW t (7)

W t+1 ← W t − γvt+1 (8)

ここで，W は画像重み層の重み，γは学習率，µはモメンタ
ム，Lは損失関数，λは重み減衰を表す．Momentum SGD

のパラメータの設定は γ = 0.05，µ = 0.9，λ = 5 × 10−4

である．図 4から分かるように，重み更新にMomentum

SGDを用いた場合，ノイズが目立つ画像が生成された．そ
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図 3 SGDを用いた画像生成
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図 4 Momentum SGDを用いた画像生成

の要因としては，SGDを用いた場合には重み更新の際に
過去の影響を受けないため，その時点での最適な更新を行
うことができる一方，Momentum SGDを用いた場合には
重み更新の際に過去の更新の影響を受けてその時点での最
適な更新方向に向かうことができないためと考えられる．
2.2.3 ローパスフィルタを用いた画像生成
重み更新に Momentum SGD を用いた場合にノイズが

目立つ画像が生成されたことを受けて，本研究では画像の
ノイズ除去によく用いられるローパスフィルタを適用し
た．ローパスフィルタは画像重み層から出力される画像に
適用され，画像分類モデルに入力される．また，重み更新
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図 5 ローパスフィルタを用いた画像生成

終了後，画像重み層から画像を取り出す際にも適用され
る．なお，ローパスフィルタは画像の各チャンネルごとに
それぞれ適用される．ローパスフィルタを用いた場合の生
成画像の例を図 5に示す．図 5では，32× 32の画像に対
し，半径 10のローパスフィルタを適用した．重み更新に
は Momentum SGD を使用し，各種パラメータの設定は
Momentum SGDを用いた画像生成と同じである．図 5か
ら分かるように，Momentum SGDを用いた画像生成の際
に見られたノイズを除去することができている一方で，生
成画像の色彩に不自然な虹色が見られる結果となった．

3. 提案手法による生成画像を用いた学習
本節では，提案手法による生成画像を用いた画像分類モ

デルの学習の概要とその結果について述べる．

3.1 実験の流れと実験条件
実験の流れを図 6に示す．まず，学習済みの画像分類モ

デルを用いて学習用データセットの各画像をもとに提案手
法による画像生成を行った．このとき，予め設定する出力
は「元画像のクラス：0.9，ランダムに選んだクラス：0.1」
とした．画像生成時の重み更新には SGDを用いた．また，
画像生成時の重み更新の回数は 100回とした．続いて，学
習データセットの画像の一部を生成画像に置き換えるこ
とで新規データセットを作成した．このとき，生成画像と
置き換えるデータセットの画像は，その生成画像のもとと
なった画像であることに注意されたい．最後に，作成した
新規データセットを用いて画像分類モデルをスクラッチか
ら学習した．学習時の Lossの計算には以下の式を用いた．
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L =



0.5×DKL(p, q)

+ 0.5× Lc(p, t)
(入力が生成画像の場合)

0.5×DKL(p, t)

+ 0.5× Lc(p, t)
(入力が元画像の場合)

(9)

ここで，pは学習中の画像分類モデルの出力，qは提案手法
による画像生成で用いた学習済み画像分類モデルの生成画
像に対する出力，tは生成画像の元画像の正解ラベルである．
DKLはKullback-leibler divergence (KL divergence) [5]で
あり，2つの離散確率分布 p, qに対して以下のように定義
される．

DKL(p, q) =
∑
x

p(x) log
p(x)

q(x)
(10)

Lc は交差エントロピー誤差であり．2つの離散確率分布
p, qに対して次のように定義される．

Lc(p, q) = −
∑
x

q(x) log(p(x)) (11)

なお，生成画像への置き換えを行わなかった場合には Loss

の計算は以下の式を用いた．

L = Lc(p, t) (12)

画像生成に用いる画像分類モデルには学習済みのVGG16 [6]

（Top-1 Accuracy：92.27%）を用いた．学習する画像分類
モデルには VGG16，データセットとして CIFAR-10 [7]を
使用した．また，データセットのうち，10%，20%，30%，
40%，50%を生成画像に置き換えた場合を実験した．各学
習のエポック数は全て 300とし，300エポック終了時の精
度を測定した．記載する実験結果は 5回平均である．

3.2 実験結果と考察
実験結果を表 1に示す．データセットの 30%を生成画像
に置き換えた場合にTop-1 Accuracyが 92.560%となり，置
き換えを行わなかった場合（ベースライン）に比べ，0.084pt
上昇した．しかし，その他の場合ではいずれもベースライ
ンよりも低い結果となった．この原因として，画像分類モ
デルの学習中に画像生成を行わなかったことが考えられ
る．図 1から分かるように，提案手法による画像生成では
画像を大域的に変化させることはなく，局所的に変化させ
る．このような微小な変化は，幾何学的な変換に対して脆
弱であると考えられる．今回の実験では，学習前に予め生
成画像を含むデータセットを作成し，学習時にそのデータ
セットから画像を取り出す際には，0.5の確率で画像が左
右反転される RandomHorizontalFlip，画像の外側を 4ピ
クセルだけゼロパディングした後 32× 32の領域を切り出
す RandomCropが適用される．そのため，生成画像に対
するラベルが不適切である場合が多かったと考えられる．

元のデータセット

船：1.0

船：0.9
犬：0.1

(a) 提案手法による画像生成

生成画像 元のデータセットのまま

船：0.9
犬：0.1

猫：1.0

元のデータセット

船：1.0 猫：1.0

生成画像に
置き換え

(b) 生成画像との置き換えによる新規データセット
の作成

生成画像 元のデータセットのまま

船：0.9
犬：0.1

猫：1.0

画像分類
モデル

学習

(c) 新規データセットを用いた画像分類モデルの学
習

図 6 実験の流れ

4. 関連研究
4.1 Conditional Generative Adversarial Network

Conditional Generative Adversarial Network（CGAN）
[8]は，ノイズとラベル情報から画像生成を行う生成モデ
ルである．CGANには，図 7のような Generatorと Dis-

criminator と呼ばれる 2 つのネットワークが登場する．
Generatorは入力としてノイズとラベル情報を受け取り，
画像を生成する．Discriminatorは入力として画像とラベ
ル情報を受け取り，入力された画像が Generatorによって
生成された画像か訓練データの画像であるかを判別する．
学習時には Generatorは Discriminatorを騙せるように学
習し，Discriminatorは騙されないように学習する．この
ように，お互いが敵対する関係の中で学習を進めることで，
Generatorは訓練データに似た自然な画像を生成できるよ
うになる．しかし，Discriminatorはあくまで生成画像か
否かを判別するのみであるため，生成画像を画像分類モデ
ルに入力した際の出力には関心がない．そのため，提案手
法のような画像分類モデルに任意の出力を促す画像生成は
不可能である．

4.2 Adversarial Attack

Adversarial Attackは図 8のように入力画像に微小な摂
動を加えることで，摂動を加える前の画像との違いは人間
にはほとんど分からないにもかかわらず，画像分類モデル
に誤分類を起こさせる攻撃である．Adversarial Attackに
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表 1 生成画像を用いた学習
- 置き換えなし 10% 20% 30% 40% 50%

Top-1

Accuracy(%)
92.476 92.364 92.348 92.560 92.346 92.222

図 7 CGANのネットワーク構成
Mirza, M. and Osindero, S. (2014) [8]の p.3の図
1より転載

図 8 Adversarial Attackの例
Goodfellow, I. J. et al. (2014) [12] の p.3 の図 1

より転載

は Targeted attack [9–11] と Non-targeted attack [12–14]

の 2つがある．Targeted Attackは画像分類モデルの出力
を特定のクラスへと変化させる攻撃であり，Non-targeted

attack は入力画像の正解クラスの出力を下げる攻撃であ
る．どちらの攻撃手法も 1つのクラスの出力にのみ注目し
ており，提案手法のような画像分類モデルの出力全体を対
象とした画像生成は不可能である．

4.3 Mnemonics Training

提案手法と同じように重み更新によって画像を変化させて
いく手法にMnemonics Training [15]がある．Mnemonics

TrainingはContinual Learning（Lifelong Learning）[16,17]
における破滅的忘却 [18]を回避する手法である．Continual

Learningでは，モデルは複数のデータセットを順番に学習
していく．このとき，あるデータセットを学習した後では，
その以前に学習したデータセットに対する精度が著しく低

図 9 Mnemonics Training

Liu, Y. et al. (2020) [15]の p.4の図 3(b)より転
載

下してしまうという現象が起こる．この現象が破滅的忘却
である．
Mnemonics Trainingでは，この破滅的忘却を回避する

ために学習中に各データセットごとに Exemplars と呼ば
れる，そのデータセットを代表するような画像を複数枚
保存する．そして，新しいデータセットを学習する際に
Exemplarsを使って以前のデータセットを再学習すること
で破滅的忘却を回避する．Mnemonics Trainingの特徴とし
て，今回の提案手法のように重み更新によって Exemplars

を変化させていくことが挙げられる．具体的には図 9の流
れの中で以下の式を用いて Exemplarsを更新していく．

εi ← εi − β1∇εLc(Θ
′
i(εi);Di) (13)

ここで，εiは i番目のデータセットの Exemplars，β1は
学習率，Θ′

i(εi)は i番目のデータセットを学習したモデル
を εi で再学習した後のパラメータ，Di は i番目のデータ
セット，Lc は交差エントロピー誤差を求める関数である．
提案手法との違いとしては，Lossの計算方法の違いがあ

る．Mnemonics Training では，Di に対する Lossを求め
ており，その Lossが小さくなるように εiを更新している．
そのため，Mnemonics Trainingでは εi の各画像をモデル
に入力したときに出力がどのようなものになるのかについ
ては関心がない．一方，提案手法では予め設定した出力と
の Lossを計算しており，生成画像に対するモデルの出力
に主眼を置いている．

5. おわりに
本稿では，学習済みの画像分類モデルに任意の出力を促

す画像生成手法を提案した．提案手法では画像を「重み」
として扱うことで誤差逆伝播法による重み更新で画像を改
変することを可能にし，従来手法では不可能であった，画像
分類モデルの出力全体を任意に改変する画像生成ができる
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ことを説明した．また，提案手法による生成画像の活用例
として，生成画像を用いた画像分類モデルの学習を実験し
た．実験の結果，生成画像を用いない学習に比べ，0.084pt

画像分類の精度が向上した．
今後の課題として，提案手法による画像生成は誤差逆伝

播法による重み更新を用いているため，画像生成に時間が
かかってしまうという課題がある．そのため，提案手法に
よる画像生成を高速化する方法を検討する必要がある．ま
た，本稿では提案手法による生成画像の活用先として画像
分類モデルの学習を検証したが，その他の分野への活用も
検討していきたい．
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