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あらまし 画像を『山』『椅子』『ラーメン』といったカテゴリで分類する問題を一般物体認識と呼ぶ．しかし高精度

な一般物体認識は膨大な枚数の画像での学習を行うことが一般的であり，データセットの作成コストや学習時間の観

点から現実的でない．そこで限られた枚数でも高い精度を実現する一般物体認識手法が求められている．限られた

データ量でも高い精度を実現する一般物体認識手法の 1つが PyramidNetである．PyramidNetは従来，幾つかの段

階で行われていた処理を逐次的に行うことによって，従来手法から飛躍的に認識精度を高めた手法である．しかし

PyramidNetは従来手法で精度を高めるために用いられていた確率的な正則化処理を含んでおらず，性能が頭打ちに

なっている可能性がある．本稿では PyramidNetに適した確率的な正則化手法を検討するべく評価実験を行った．
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1. は じ め に

一般物体認識において，同じカテゴリに属する様々な「見え」

を持つ物体の認識は中心的な課題である．この実現には，物体

の色や形状などの見えの変化を吸収し，本質的な特徴を見出

す必要がある．2012 年以降，Convolutional Neural Network

(CNN) が本質的な特徴を見出し優れた性能を発揮すると注目

を浴びている [1]．CNNは，画像の畳み込みを実現する複数の

畳み込み層から成り，畳み込み層が増える程，抽象化した特徴

を取り出すことができる．そのため，総数が増えれば，より複

雑な特徴を持つカテゴリが認識できるようになると考えられ

ている．しかし，これは諸刃の剣であり，多くの畳み込み層を

持つ深層ネットワークで単純な特徴で構成されるカテゴリをう

まく表現できず，認識精度が頭打ちになることが報告されてい

る [2]．これは，ネットワークの前段の少数の畳み込みで得ら

れた，比較的単純な特徴が後段の畳み込みによって潰れてしま

うからと考えられている．

この従来の CNNの問題を解決したのが ResNet [3]である．

ResNetの最大の特徴は，図 1に示す Residual Unitの導入で

ある．Residual Unitは，従来のように畳み込みを行う場合と，

この層への入力をそのまま出力して畳み込みを行わない場合

の結果を足し合わせる処理機構によって，畳込みが非常に多い

CNNながら，特徴を潰さず高い精度を実現している．ResNet

は図 2 のような Residual Unit を多数含む構造になっている．

ResNetの登場以降，Residual Unitの構造をいかに改善するか

が CNNにおける大きな課題となっている．

ResDrop [4]は ResNetの改良手法の一つである．ResNetは

従来より多くの畳み込みを持つため，Residual Unitの導入を

もってしてもなお，得られた特徴が学習の途中で失われてしま

図 1 ResNet の Residual Unit の基本構造．入力 x に対して畳み込

みを行う場合の出力 F(x) と畳み込みを行わない場合の出力 xを

足し合わせる構造をもつ．

図 2 ResNet の全体図．Residual Unit は 1 つあたり 2 つの畳み込

みを含むため，Residual Unitを 54個持つこの ResNetは，畳

み込みを行う処理層と全結合と呼ばれる処理を行う処理層を全

て合わせて 110 層の処理層で構成されている．

う効果が無視できない．また，学習時間が長いという問題もあ

る．この問題の解決方法として，ResDropでは，毎回ランダム
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図 3 ResDrop の Residual Unit の基本構造．ResNet の構造に対し

て，確率的に畳み込みの出力を 0 にする Random Drop を導入

する．

図 4 PyramidNet の Residual Unit の基本構造．ResNet の構造に

対して，channel の次元数を増加させる．

に選ばれた一部の畳み込みを学習時に無視する Random Drop

と呼ばれる確率的な正則化が導入された．ResDropの基本構造

を 3に示す．これにより，学習時には畳み込み数の少ないCNN

のように扱うことができ，認識時には ResNet本来の性能を発

揮することができ，認識精度の向上と学習時間の削減が報告さ

れている．

PyramidNet [5]は ResDropとは異なる ResNetの改良手法

である．ResNetでは，いくつかのResidual Unitで channelと

呼ばれる特徴の次元数を急激に増加させている．この channel

が急激に増加する Residual Unitは他の Residual Unitとは異

なる傾向をもつ学習を行っており，認識精度を低下させる一因

となり得ることが指摘されている [6]．この問題の解決方法と

して，PyramidNetでは，channelが急激に増加する Residual

Unit を失くし，代わりに図 5 のように各 Residual Unit で緩

やかに channel を増加させる機構が導入された．これにより，

認識精度の向上が報告されている．

ResDropと PyramidNetは互いに異なる工夫でResNetの改

良を実現している．表 1にまとめたようにResDropは channel

が急激に増加する Residual Unitへの対策を持たず，Pyramid-

Net は非常に多くの畳み込みを持つことへの対策を持たない．

そこで両者の弱点を補い合うことで図 5 に示すように新たな

ResNetの改良手法が実現できると考えられる．このように両

者を単純に組み合わせるアイディアは PyramidNet の論文中

で言及はされているものの、具体的な実験結果は報告されて

おらず，PyramidNet と ResDrop の組み合わせがどのような

効果をもたらすかについて充分に検討されていない．本稿で

は図 5の手法を PyramidDropと呼ぶことにする．本稿ではさ

らに，図 6に示す PyramidDropの改良手法を提案する．これ

を PyramidSepDrop と呼ぶことにする．我々は PyramidNet

に ResDropの正則化を適用する効果を実験的に検討した．そ

図 5 PyramidDrop ( [5] ならびに本稿) の基本構造．PyramidNet

の出力に Random Drop を導入する．

図 6 提案手法 PyramidSepDrop の基本構造．PyramidNet におけ

る channel の増加部分とそうでない部分では本質的に異なる学

習を行っていると考え，Residual Unitの畳み込みの出力を分岐

させ，独立に Random Drop を導入する．

してます，PyramidNet と ResDrop を組み合わせた場合でも

ResDrop の確率的な正則化が有効になることを確認した．さ

らに，PyramidDropと PyramidSepDropは表 1に示す他の手

法とは異なり，通常は処理の高速化のために行われるデータパ

ラレルな並列学習が認識精度の向上にも寄与するという興味深

い結果が得られた．これらの検討の中で提案手法は一般物体認

識用データセット CIFAR-10および CIFAR-100を用いた実験

で，表 1に示すように原稿執筆時点 (2017年 1月 29日)にお

いての世界最高の認識精度を達成している．

2. 先 行 研 究

本章では，ResNet，ResDrop，PyramidNet について説明

する．

2. 1 ResNet

前述のように CNNは畳み込み層が多いと様々な特徴を取り

出すことができるが，得られた重要な特徴が多くの畳み込み層

の中で消えてしまうことがある．これは畳み込みで恒等写像

f(x) = x を実現することが難しいことに起因する．恒等写像

を学習することができれば，得られた重要な特徴が畳み込み層

の中で消えてしまいにくくなると考えられる．

そこで恒等写像を扱うため，図 1に示す Residual Unitが提

案された．これは畳み込みによる写像と入力を足し合わせて出

力とするもので，入力を xとしたとき，以下のように表される．

ただし G(x)は入力 xに対する Residual Unit全体の変換であ

り，F (x)は Residual Unitの畳み込み部分のみの変換である．

G(x) = x+ F (x) (1)

Residual Unit では恒等写像を扱うとき，常に F (x) = 0 にな

る畳み込みを学習することになる．これは f(x) = xよりも簡

単に実現できるため，従来の畳み込みに比べて恒等写像の学習
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表 1 各手法とその特徴および一般物体認識用データセット CIFAR-10 と CIFAR-100 を用い

た際のエラー率．ResDrop は Residual Unit に確率的な正則化を導入することで精度を

向上させている．PyramidNet は channel の増加を幾つかの Residual Unit で行うので

はなく，各 Residual Unit で行うことで精度を大幅に向上させている．提案手法は両方の

工夫を組み合わせることで精度向上を達成した．

手法 正則化 channel CIFAR-10 CIFAR-100

ResNet [3] × × 6.43% 25.16%

ResDrop [4] ⃝ × 5.23% 24.58%

PyramidNet [5] × ⃝ 3.77% 18.29%

PyramidDrop ( [5] ならびに本稿) ⃝ ⃝ - 16.28%

PyramidSepDrop (本稿) ⃝ ⃝ 3.31% 16.18%

が容易になると考えられる．実際に Residual Unitを大量に積

み重ねた ResNetは従来の CNNに比べて大きく精度が改善し

ており，ImageNet [7]を用いた実験では人の平均的な認識精度

を超えるまでになっている．

2. 2 ResDrop

ResDropは式 (1)の畳み込み部分 F (x)について，確率的に

F (x) = 0とする処理機構を導入し，毎回の学習過程でランダ

ムに学習を行わない層を決定する．この工夫によってそれぞれ

の Residual Unitが特徴を補い合い精度の高い特徴を取り出せ

るようになり，認識精度を高めながら学習時間を削減できる．

ResDrop を導入することで ResNet に比べ精度が高くなるこ

と，特に ResNetで最も認識精度が高かった 110層の処理層を

持つ CNNから Residual Unitを大幅に増やした 1202層の学

習で精度が向上することが確認されている．

2. 3 PyramidNet

図 4に示す Residual Unitを持つ PyramidNetは ResDrop

と同様に ResNet の認識精度を向上させる手法である．CNN

は特徴を抽出する過程で，画像が持つ高さや幅とは異なるもう

一つの次元，channelに対して処理を行う．ResNetではいくつ

かの Residual Unitでこの channelに関する出力が大きく増加

する．この channelが急激に増加する Residual Unitでは，認

識精度に直結する特徴が取り出されることが実験的に確認され

ている．ResDrop はその働きを軽減させ認識精度を向上させ

ているため，channelが急激に増加する Residual Unitが認識

精度の向上を妨げていると考えられる [6]．したがって channel

の次元数は大きく変化しないことが望ましい．ただし channel

数が少なければ充分な特徴を抽出できず，多すぎるとメモリ

容量が足りなくなるため，入力付近の channel は少なく出力

付近の channel が多くなるよう調整する必要がある．そこで

PyramidNetはいくつかの Residual Unitで channelを急激に

増加させるのではなく，各 Residual Unitで channelを徐々に

増加させることで，急激な channelの増加に関する問題の解決

を図っている．PyramidNetはこの工夫によって，一般物体認

識データセット CIFAR-10および CIFAR-100において高い認

識精度を実現している．

3. 提 案 手 法

本章では，具体的な提案手法について検討する．

3. 1 PyramidDrop

図 5に示す PyramidDropは PyramidNetと ResDropを組

み合わせることで更なる認識精度の向上を目指した手法である．

PyramidDropは PyramidNetの出力に対して一様に Random

Drop を導入している．PyramidDrop は PyramidNet の論文

中で言及されているものの、具体的な実験結果は報告されてい

ない．ただし 2章で述べたように ResDropは多層な CNNで

精度を改善していることから，多層な PyramidNetでの認識精

度の向上が期待できる．

3. 2 PyramidSepDrop

図 6 に示す PyramidSepDrop は PyramidDrop を更に改善

することを目指した手法である．1章で述べたように，ResNet

には幾つかの急激に channel が増加する Residual Unit が含

まれており，channelが急激に増加する Residual Unitは他の

Residual Unitとは異なる傾向を持つ学習を行うため，認識精

度を低下させる一因となり得ることが指摘されている．ここで

channelが増加する Residual Unit における F (x)は，前層の

出力を受け取る channel と新たに増えた channel の 2 つの部

分から成り，それぞれ性質が異なると考えられる．前者は前層

までに得られた特徴の強化を図り，後者は新たな特徴を畳み込

みで生成する．そのため，これらは独立に考える必要がある．

PyramidNetでは緩やかに channelを増加させることで，急激

に channelが増加する Residual Unitの問題の解決を図ってい

るが，channelの増加は行われているため，同様の問題は依然

として存在する．そこで，channelの増加を考慮した確率的な

正則化の導入が有効であると考える．

PyramidNetで用いられる畳み込み等の処理は channel毎に

独立であるため，これは大きな問題にならない．しかし Ran-

dom Dropは channelを独立に扱わない処理であるため，分離

して考える必要がある．PyramidSepDropは Residual Unitの

中で畳み込みの出力を分岐させ，channel増加部分とそうでな

い部分についてそれぞれ独立な Random Drop を導入してい

る．この工夫によって PyramidDropと同様に学習時には畳み

込みの少ない CNNのように扱うことができる．また channel

増加部分やそうでない部分だけ出力した場合を考慮できるため，

PyramidDropよりも柔軟なネットワーク構造で学習を進める

ことが出来る．この特徴から PyramidDropよりも比較的層が

浅いネットワークでも性能を改善することが期待できる．
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4. 実 験

それぞれの手法について比較を行い，提案手法の有効性を検

証した．実験 1 ではそれぞれの手法について，データパラレ

ルな並列化により，認識精度にどのような影響が出るのかを確

認した．実験 2 では PyramidNet と提案手法について，層数

を増減させた場合や PyramidNet のパラメータの一つである

channelの増加量を変化させた場合に，認識精度にどのような

影響が出るのかを確認した．実験 3では実験 1，2の結果を踏

まえて，より高い精度で画像が可能か検討した．

4. 1 実 験 1

ResNet，ResDrop，PyramidNet，提案手法を用いて，並列

に学習するモデル数を増やした際の認識精度を確かめた．

データセットはCIFAR-10およびCIFAR-100を用いた．Res-

Drop，及び提案手法の Random Drop における死亡率は，最

初の Residual Unitから一定で増加し最後の Residual Unitで

0.5となるよう設定した．ResNet及び ResDropについては以

下の条件に従った．層数は 110，Epochは 163，BatchSizeは

128，重み減衰は 0.0001，モメンタムは 0.9，Nesterovの加速

法を用い，初期学習率を 0.1とした．学習率は Epochが 81の

時点で 0.01，122 の時点で 0.001 となるように設定した．モ

デル数は 1，4，8，16 のいずれかを用いた．ResDrop は確率

的な正則化を導入した以外は ResNet と同じ構造を利用した．

PyramidNet及び提案手法については以下の条件に従った．層

数は 110，Residual Unitあたりの channelの増加は 5，Epoch

は 300，BatchSizeは 128，重み減衰は 0.0001，モメンタムは

0.9，Nesterovの加速法を用い，初期学習率を 0.5とした．学

習率は Epochが半分進んだ時点で 0.05，4分の 3進んだ時点

で 0.005となるように設定した．

それぞれの手法の結果を表 2，図 7および図 8に示す．ResNet

ではモデル数が 8になるまで並列学習が有効だった．一方，Res-

Dropはいずれも ResNetよりも並列学習が有効でないことが

わかった．PyramidNetでは ResNetと同様にモデル数が 8に

なるまで並列学習が有効だった．一方，ResDropでは並列学習

が有効でなかったが，提案手法ではいずれもモデル数が 16に

なるまで並列学習が有効であった．また，PyramidSepDropは

PyramidDropよりもモデル数が少なくても高い精度を実現す

ることがわかった．

4. 2 実 験 2

実験 1 と同様の条件で，モデル数を 4 とした場合の Pyra-

midNetおよび提案手法について層数や増加する channelの数

を変化させた際の認識精度を確かめた．

層数が 56，Residual Unit あたりの channel の増加が 5 の

場合の結果を表 3 に示す．いずれについても大きな変化はな

かった．

層数が 56，Residual Unitあたりの channelの増加が 10の

場合の結果を表 4に示す．PyramidNetや PyramidDropに比

べ PyramidSepDropの精度が高くなった．

層数が 182，Residual Unitあたりの channelの増加が 5の

場合の結果を表 5に示す．PyramidNetのエラー率が比較的高

表 2 層数 110 の場合の各手法における最終 Epoch のエラー率．

手法 モデル数 CIFAR-10 CIFAR-100

ResNet 1 - 30.54%

4 - 28.58%

8 - 27.16%

16 - 27.56%

ResDrop 1 - 26.56%

4 - 25.63%

8 - 26.09%

16 - 25.92%

PyramidNet 1 3.77% 18.29%

4 - 17.87%

8 - 17.80%

16 - 17.97%

PyramidDrop 1 3.99% 18.30%

4 - 17.78%

8 - 17.40%

16 - 17.05%

PyramidSepDrop 1 3.66% 18.01%

4 - 17.53%

8 - 17.28%

16 - 17.12%

図 7 層数 110の場合のResNetおよびResDropにおける最終 Epoch

のエラー率．

表 3 層数 56，Residual Unitあたりの channelの増加が 5，モデル数

が 4の場合の PyramidNetおよび提案手法における最終 Epoch

のエラー率．

手法 層数 channel の増加 CIFAR-10 CIFAR-100

PyramidNet 56 5 - 20.27%

PyramidDrop 56 5 - 20.36%

PyramidSepDrop 56 5 - 20.22%

く，PyramidDropと PyramidSepDropのエラー率が並ぶ結果

となった．

4. 3 実 験 3

実験 1，2と同様の条件で，182層，channelの増加が 5でモデ

ル数が 4，16の場合の PyramidSepDropについて，CIFAR-10

および CIFAR-100における認識精度を確かめた．

モデル数が 4の場合と 16の場合の比較を表 6に示す．モデ

— 4 —



図 8 層数 110 の場合の PyramidNet および提案手法における最終

Epoch のエラー率．

表 4 層数 56，Residual Unit あたりの channel の増加が 10，モデ

ル数が 4 の場合の PyramidNet および提案手法における最終

Epoch のエラー率．

手法 層数 channel の増加 CIFAR-10 CIFAR-100

PyramidNet 56 10 - 19.33%

PyramidDrop 56 10 - 18.64%

PyramidSepDrop 56 10 - 18.19%

表 5 層数 182，Residual Unit あたりの channel の増加が 5，モデ

ル数が 4 の場合の PyramidNet および提案手法における最終

Epoch のエラー率．

手法 層数 channel の増加 CIFAR-10 CIFAR-100

PyramidNet 182 5 - 17.13%

PyramidDrop 182 5 - 16.28%

PyramidSepDrop 182 5 3.45% 16.33%

表 6 層数 182，Residual Unit あたりの channel の増加が 5，モデ

ル数が 4および 16の場合の提案手法 PyramidSepDropにおけ

る最終 Epoch のエラー率．

手法 層数 モデル数 CIFAR-10 CIFAR-100

PyramidSepDrop 182 4 3.45% 16.33%

182 16 3.31% 16.18%

ル数を増やすことで僅かながら認識精度が向上することを確認

した．

4. 4 考 察

これらの結果から，PyramidNetにおける確率的な正則化手

法はモデル数の増加に応じて認識精度を向上させる効果がある

と考えられる．

実験 1において ResNetと PyramidNetでは並列化に応じて

同様の推移が見られたが，ResDropと提案手法では異なる推移

が見られた．また，実験 2において層数や channelの増加に応

じて PyramidNetと提案手法の精度が変化することが確認され

た．これらのことから提案手法における並列化に応じた精度改

善は PyramiNetの特殊な channelの増加法に起因すると考え

られる．

表 7 主な CNN と提案手法 PyramidSepDrop のエラー率．

手法 CIFAR-10 CIFAR-100

ResNet 6.43% 25.16%

ResDrop 5.23% 24.58%

DenseNet [9] 3.74% 19.25%

PyramidNet 3.77% 18.29%

ResNeXt [8] 3.58% 17.31%

DenseNet-BC [9] - 17.18%

PyramidSepDrop 3.31% 16.18%

今回の実験条件では 2種類の提案手法に関してはいずれの結

果においても PyramidSepDrop が PyramidDrop と同等，も

しくは上回ることが確認された．特にモデル数が小さい場合

に PyramidSepDropが優れている傾向が確認されたことから，

PyramidSepDropは並列化と同様の効果を与えている可能性が

高い．ただし層数やモデル数が多い大規模な条件では非常に僅

かながら PyramidDrop が PyramidSepDrop の認識精度を上

回る傾向が見られたため，実験 3のような条件や，より大規模

な条件で確認する必要があると考えられる．

5. まとめと今後の課題

本稿ではResDropとPyramidNetを組み合わせた手法Pyra-

midDrop及び PyramidSepDropを提案し，その効果を実験的

に検討した．その結果，表 7に示すように，CIFAR-100にお

いて，提案手法のベースになった PyramidNetからは 2.11%，

本稿の検討には含まれていないが，ResNeXt [8]からは 1.13%、

DenseNet-BC [9]からは 1.00%など，従来手法から認識精度が

大幅に改善された．今後の目標として，CIFAR-10の検証を進

めること，大規模な条件に関する検証を進めること，更なるエ

ラー率の低下を目指したパラメータ検証を行うことを目標とす

ることが挙げられる．
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