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あらまし パターンを部分空間で表現する方法がコンピュータビジョンやパターン認識の分野で広く利用されている．

扱う問題の大規模化に伴い，最も近い部分空間を探索する最近傍部分空間探索のスケーラビリティの向上が求められ

ている．その障害になるのは，部分空間同士の距離はグラスマン多様体上で定義される距離で測られるため，ユーク

リッド空間上の距離でよく用いられる近似最近傍探索手法が直接適用できないことである．近似を導入した部分空間

の効率的な探索を目指す手法は提案されているが，大規模なデータセットや高次元のデータに有効ではない．本稿で

は，グラスマン多様体上の距離の計算を複数のユークリッド距離の計算に分解することで，部分空間同士の類似度の

効率的な近似計算を実現する．実験の結果，部分空間の探索精度を 3%落とすことで従来手法と比べて，約 800倍の

高速化が実現できた．
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1. ま え が き

コンピュータビジョンやパターン認識の分野では，ユーク

リッド空間上の線形部分空間で何かを表現するという手法が

注目されており，行動認識，顔認識， 歩行者の検出など幅広

く用いられている [1]～[4]．パターンを部分空間で表して，パ

ターン認識を行う場合，クエリの部分空間に最も近い部分空間

をデータベース中から見つける問題に帰着する．この問題は最

近傍部分空間探索問題（Near Subspace Search; NSS）と呼ば

れる．近年のパターン認識における学習データの大規模化を考

慮すると，高次元かつ大規模なデータベースに対して有効な探

索手法が必要となる．そこで NSSの類似計算に近似を導入し

た近似最近傍部分空間探索（Approximate Nearest Subspace

Search; ANSS）の効率化を目指す．

ANSS 問題の高速化を阻む主因は，部分空間同士の距離が

ユークリッド距離のような一般的に使われている距離で測れな

いことである．部分空間同士の距離は，部分空間の集合である

グラスマン多様体上で定義される距離を用いることで測ること

ができる．グラスマン多様体上での距離は様々なものが定義さ

れている．本稿では，グラスマン多様体上で定義される距離の

総称をグラスマン距離を呼ぶ．クエリ点に最も近い点を探索す

る近似最近傍探索はユークリッド距離のような一般の距離を前

提にしているため，この研究成果をそのまま ANSSには適用で

きず，新たな手法が求められる．

このような問題に対処するために，ANSSには 2種類のアプ

ローチが提案されている．ひとつは，グラスマン多様体上で近

似最近傍探索手法を用いる方法である．この方法はグラスマン

距離の一種である測地距離を用いるため，計算コストの高い主

成分分析（PCA）や特異値分解（SVD）を必要とする．その

ため，どんなに優れた近似最近傍探索手法を用いてもこのアプ

ローチで効率的な ANSS を実現できない．もうひとつのアプ

ローチはグラスマン多様体からユークリッド空間へ埋め込むも

のである [5]～[7]．すなわち，グラスマン多様体上の点同士の

問題から，高次元のユークリッド空間上の点同士の問題へと変

換し，近似最近傍探索を利用して効率的な ANSSを目指す．し

かし，変換されたユークリッド空間が非常に高次元であるため，

既存のどの近似最近傍探索手法も効率的に使用できない．

本稿では，特徴空間の次元数と部分空間数の増加に対する処

理時間の増加を抑えた ANSS手法を提案する．ある種のグラス

マン距離は複数のユークリッド距離の計算で表現できることに

着目し，近似最近傍探索でグラスマン距離を高速に計算する．

2. 準 備

本節では，提案手法を理解するために必要なグラスマン多様

体などの事項について説明する．

2. 1 単位ベクトルの距離と内積の関係

グラスマン距離の近似計算に単位ベクトルの距離と内積の関

係が重要となるので，まずそれについて述べる．2つの単位ベ

クトル a，bのユークリッド距離の 2乗は次のようになる．

　 d2Euc(a，b) = ∥a− b∥2 = ∥a∥2 + ∥b∥2 − 2a⊤b (1)

∥a∥2 = ∥b∥2 = 1であるので，

　 d2Euc(a，b) = 2− 2a⊤b (2)
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となる．この場合，内積と距離は 1 対 1 の写像になっており，

内積が大きくなれば，距離は小さくなるという関係にある．

2. 2 正 準 角

最も近い部分空間を探索するために，部分空間間の距離を求

める必要があるが，そのうちのいくつかは正準角を使って計算

される．正準角の定義は以下の通りである．

［定義 1］ Y1，Y2 を D ×mの直交基底行列とし，Y1，Y2 の

張る部分空間をそれぞれ span(Y1)と span(Y2)と表す．部分

空間 span(Y1)と span(Y2)のなす正準角 0 <= θ1 <= · · · <= θm

はY⊤
1 Y2 を以下のように SVDによって得られる．

Y⊤
1 Y2 = UΣV⊤ (3)

Σはm×mの対角行列で，対角成分はΣ =diag(cos θ1, · · · , cos θm)

となっている．U，Vはそれぞれm×mの直交基底行列である．

2. 3 グラスマン多様体

［定義 2］ ユークリッド空間 RD 上の m 次元の線型部分空間

の集合をグラスマン多様体 G(m,D)と呼ぶ．

グラスマン多様体上では部分空間は点とみなすことができる．

2. 4 グラスマン距離

グラスマン多様体上で定義されるグラスマン距離のうち自然

な距離尺度として，測地距離（geodesic distance）がある．こ

れはグラスマン多様体上の点と点を結ぶ測地線の長さであり，

正準角を使って，測地距離 dG は以下の様に表される．

dG(Y1，Y2) =
(∑

i
θ2i
)1/2

(4)

θi は第 i番目の正準角である．測地距離は正準角を得るために

PCAまたは SVDを必要とするので，計算コストが大きい．

文献 [8], [9]では正準角を使った距離距離尺度がいくつか定義

されている．その 1つである projection metricを紹介する．

dP (Y1，Y2) =

(
m∑
i=1

sin2 θi

)1/2

=

(
m−

m∑
i=1

cos2 θi

)1/2

(5)

文献 [8]で，projection metricがカーネル化されている．カー

ネル化された projection metricは projection kernelと呼ばれ，

以下の式で計算される．

kP (Y1，Y2) = ∥Y⊤
1 Y2∥2F (6)

計算に正準角を必要としないので，projection metricは測地距

離より計算コストが小さい．projection kernelは提案手法に望

ましい性質を持っている．その性質については 4節で説明する．

もうひとつ Grassmannian radial basis function (GRBF)

kernelというグラスマン多様体上のカーネル関数が文献 [10]で

提案されている．RBF kernelは次式で表される．

kRBF (Y1，Y2) = exp
(
β∥Y⊤

1 Y2∥2F
)
, β > 0 (7)

Grassmannian RBF kernelも同様に提案手法にとって望まし

い性質を持っている．

3. 関 連 研 究

ANSSの手法の 1つに Basriらの手法 [5]～[7]がある．これ

以降は [11]に倣い，Basriら手法を BHZと呼ぶ．BHZは部分

空間を高次元空間上の点に写像し，空間同士の問題から点同士

の問題へ変換し，近似最近傍探索の利用を実現している．以下

にその手法について簡単に説明する．部分空間から点への写像

は非常に高次元な空間への写像となる．元の特徴空間を d次元

とすると，写像先の空間の次元数は d(d+1)/2次元となる．特

徴空間が 256次元，1024次元の場合，写像先の空間はそれぞ

れ 32,896次元，524,800次元となる．これほどの高次元空間で

は近似最近傍探索はうまく機能せず，その処理時間は全探索す

る場合と同程度以上になる．

Wangらは ANSSの手法として Grassmanian-based Local-

ity Hashing (GLH) [11] を提案している．GLH は近似最近傍

探索手法である Locality Sensitive Hashing(LSH) をグラスマ

ン多様体上で測地距離に用いている．正確には，ランダムなベ

クトルごとに，ベクトルと部分空間のなす角が閾値 (= π/6)以

下になるかで部分空間を 2つに分けている．しかし，GLHを大

規模な ANSSに使うのは現実的ではない．それは，LSHが低

速な近似最近傍探索手法であることと，高次元空間ではベクト

ル同士はほぼ直交しているので，ベクトル同士のなす角が閾値

π/6以下になることはほとんどないことによる．さらに，測地

距離を計算するたびに，計算コストがかかる PCAまたは SVD

が必要という問題もある．

4. 提 案 手 法

4. 1 問 題 定 義

まず，本稿で扱う最近傍部分空間探索問題は，データベース

中に登録されている部分空間からクエリとして与えられた部分

空間に最も近いものを見つけるものである．データベース中の

部分空間とクエリの部分空間をそれぞれ span(Pi)，span(Q)

とする．ここで，Pi,Qは D ×mの正規直交基底である．問

題を定式化すると

i∗ = arg min
i

dist(Pi,Q) (8)

または

i∗ = argmax
i

sim(Pi,Q) (9)

となる．i∗はクエリの部分空間に最も近い部分空間の IDである．

また dist(·, ·)，sim(·, ·)はそれぞれ部分空間同士の距離関数，類
似度関数である．本稿では，式 (6)の projection kernel kP (·, ·)
と式 (7) の Grassmannian RBF kernel kRBF (·, ·) を式 (9) の

類似度関数として使用する．

4. 2 近似距離計算

提案手法は部分空間同士の距離を複数のユークリッド距離

の計算で求める．類似度関数である kP (·, ·)と kRBF (·, ·)を分
解し，それが可能であることを示す．まず，kP (·, ·) について
説明する．Pi = [pi1，. . .，pim]，Q = [q1，. . .，qm]とすると，

P⊤
i Qの要素は
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図 1: 内積のヒストグラムの一例
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 (10)

となる．よって，式 (6)は次のように表せる．

kP (Pi,Q) = ∥P⊤
i Q∥2F =

m∑
s=1

m∑
t=1

(
p⊤
isqt

)2
(11)

式 (11)の右辺は m2 個の内積計算の和であるが，すべての内

積の値が式 (11) の値に等しく影響を及ぼしているわけではな

い．図??に示すように，ほとんどの内積は 0付近に分布してお

り，一部の内積のみが比較的大きな絶対値をとる．それは，固

有ベクトルPi = [pi1 . . . pim]が正規直交基底であり，ノルム

が 1のクエリベクトルを正規直交基底 Pi に射影したときの射

影長は 1 になるからである．ここで式 (9) を使用する目的が，

ある部分空間に最も近い部分空間をみつけることであることを

考慮すれば，部分空間間の距離の大小関係が入れ替わらない程

度に式 (11)を近似しても問題は起こらない．つまり，式 (11)

の 0 に近い内積を無視して，絶対値の大きな内積のみを計算す

ることで近似的に projection kernel の値を計算できる．

この近似計算を実現するために，2. 1節で述べた，「ベクトル

の内積の大きいものを見つけることと，ベクトルの距離が近い

ものを見つけることは等価」であることを利用する．この原理

を用いれば，近似最近傍探索手法を用いて内積の大きなベクト

ルを見つけることができる．

ただし，類似度の近似計算に必要なのは絶対値の大きい内積

であることを注意しなくてはならない．つまり，距離が小さい

ベクトルだけではなく，距離が大きいベクトルも式 (11) では

支配的である．この問題を解決するために，クエリベクトル q

に加えて −qもクエリベクトルとして使う．qをクエリとする

ことで，近似最近傍探索で qに近いベクトルを見つけることが

できるのは明らかである．−qは単位超球上で qから最も遠い

ベクトルなので，−qをクエリとして近似最近傍探索をするこ

とで qから最も遠いベクトルから探索することができる．

このように符号の違う２つのクエリベクトルを用いることで，

P⊤
i Qの要素（内積）のうち，絶対値の大きいものを近似最近

傍探索で上位K 個を取り出し，対応する部分空間の IDに内積

の 2乗を投票する．そして，最終的に最も得票の多い部分空間

を最近傍と判断する．Qの基底がm本の場合，1本の基底ベク

トルあたり上位 k個を選ぶ．更に符号が逆のベクトルも含める

と，基底ベクトルあたり 2k 個のベクトルを近似最近傍探索で

求める．したがって，全体で K = 2km個のベクトルを検索す

ることになる．データベース中の部分空間数が増加しても，K

を加減することで探索にかかる時間をコントロールできる．こ

のような理由から，提案手法は部分空間数にスケーラブルな探

索が可能である．

また，前述のように，p⊤
isqtの多くは 0付近の値を取る．その

ため，特徴空間が高次元であっても，類似度関数として式 (11)

を計算する際にほとんどの内積は 0 に近いとして無視できる．

そのため，提案手法は特徴空間次元数にスケーラブルになる．

また，Grassmannian RBF kernel kRBF (Pi,Q)も P⊤
i Qの

要素の和で表せるので，kP (Pi,Q)と同様に近似計算ができる．

5. 実験・考察

提案手法の有効性を調べるために，物体認識実験と手書き

文字認識実験を行い，従来手法と比較をした．実験で用いた

各手法のパラメータを表 1 にまとめた．projection kernel と

Grassmannian RBF kernel に 4. 2 節で説明した近似計算を

導入した提案手法をそれぞれ approximate projection kernel

(APK)，approximate Grassmannian RBF kernel (ARBF)と

呼ぶことにする．以下では projection kernel，Grassmannian

RBF kernel，測地距離をそれぞれ PK，RBF，GDと呼ぶこと

とする．全ての手法は C++で実装した．また，実験に使用し

た計算機の CPUは Intel Xeon E54627 v2，3.3GHz，メモリ

は 512GBである．提案手法や従来手法で近似最近傍探索が必

要なものには Bucket Distance Hashing (BDH) [12] を用いた．

BHZに BDHを適応した場合，探索空間の次元数が高すぎたた

めにうまく動作しなかった．そのため，全探索を代わりに用い

た．GLHはランダムベクトルと部分空間のなす角が閾値 (π/6)

以下になるかどうかで，部分空間を 2つにインデクシングして

いる．GD，PK，RBFでは全探索を使用した．

5. 1 物 体 認 識

物体認識実験では，41方向の視点から撮影した 8クラス 80

物体からなる公開データセット ETH-80 Image Set [13]を使用

した．各クラスにはサブクラスが 10個存在する．各物体につい

て 41視点から撮られた画像がある．画像サイズは 256×256で

ある．マスク画像を用いて背景を除去し，グレースケールにし

た画像を用いる．これを最近傍法で 16×16 に縮小し，ラスタ

走査をして，256次元の特徴ベクトルとする．各物体に含まれ

る 41枚の画像のうち，奇数番目の画像 21 枚の画像を学習デー

タとする．また，偶数番目の画像のうち，連続する 10 枚の画

像を一つのテストデータとし，先頭となる画像を 1 つずつずら

していき，１物体あたり 11 種類のテストデータを作成する．

使用した部分空間の次元数mは予備実験で決定した．類似度

関数として PKを用いて，次元数mを変化させ，ETH-80で認

識実験をし，最も認識率が高くなるmを調べたところ，m = 7

であった．他の手法でも部分空間の次元数は m = 7 として実

験した．データベース中の部分空間数は 80個あるので，探索
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表 1: 実験使用した手法の名前とパラメータ（＊が付いているのが提案手法）

略称 名前 使用パラメータ

GD Geodesic distance N/A

PK Projection kernel N/A

RBF Grassmannian RBF kernel β = 1

BHZ Basri らの手法 [7] N/A

GLH Grassmanian-based locality hashing [11]
S = 100, 500, 1000, 5000, 10000 と

K = 1, 2, 3, 4, 5 の組み合わせ

APK* Approximate projection kernel k = 1, . . . , 2000

ARDF* Approximate Grassmannian RBF kernel k = 1, . . . , 2000

表 2: 手書き文字認識実験における従来手法と比較したときの提案手法（APK）の性能（256次元特徴量を使用した場合）

従来 従来手法の結果 APK の結果 APK の従来手法との差

手法 認識 [%] 処理時間 [ms] 認識率 [%] 処理時間 [ms] k 認識率 [%] 処理時間の比 [倍]

GD 96.18 207.53 96.38 12.13 101 0.20 17.11

PK 99.31 152.61 98.22 29.11 301 -1.09 5.24

GLH 96.18 197.48 96.38 12.13 101 0.20 16.28

BHZ 99.31 9402.71 99.21 144.57 1201 -0.10 65.04

表 3: 手書き文字認識実験における従来手法と比較したときの提案手法（APK）の性能（1024次元特徴量を使用した場合）

従来 従来手法の結果 APK の結果 APK の従来手法との差

手法 認識 [%] 処理時間 [ms] 認識率 [%] 処理時間 [ms] k 認識率 [%] 処理時間の比 [倍]

GD 96.34 1017.2 96.31 26.22 101 -0.03 38.79

93.28 1.26 1 -3.04 807.30

PK 99.31 1350.77 98.72 61 301 -0.59 22.14

GLH 96.34 191.81 96.31 26.22 101 -0.02 7.32

93.28 1.26 1 -3.04 800.57

BHZ 99.31 747324 98.72 61 301 -0.59 12251.21

する内積の総数は 3920個である．つまり，k = 280のときに

提案手法の認識率は近似しない場合と等しくなる．

認識結果を図 2に示す．図 2(a)，2(b)では，パラメータ kが

増加すると提案手法である APK，ARBFの認識率，処理時間

ともに単調増加している．APK，ARBFはそれぞれ k = 45で

PK，RBFと同じ認識率となっている．しかし，近似計算の処

理のオーバーヘッドにより APK，RBF の方が PK，RBF よ

り処理時間がかかっている．認識率と処理時間の関係図である

図 2(c)を見ると，提案手法が PK，RBFを除く従来手法を上

回っていることがわかる．

5. 2 文 字 認 識

データセットとして手書き文字データベース ETL9B [14]を

使用した．ETL9Bは 3036字種が含まれており，1字種あたり

200 サンプルが用意されている．前半の 100 サンプルを学習

データ，残りをテストデータとした．文字画像は 64× 63画素

で，2値画像である．文献 [15]の手法を使い，64× 64画素に非

線形正規化をした．特徴量は 2つの特徴量を使用した．64× 64

の画像の重複しない 4 × 4の 16画素の輝度値の和を 1次元と

した 256次元特徴量と，もうひとつは 64× 64画素の画像の重

複しない 2× 2の 4画素の輝度値の和を 1次元とした 1024次

元特徴量である．

部分空間の次元数 mは 5. 1節と同じ方法で決めようとした

が，256次元，1024次元特徴量を使ったどちらの場合もm = 1

のときに認識率が最も高くなった．本実験の目的は部分空間を

利用した提案手法の有効性を確認することである．m = 1にす

るとベクトル同士の比較になってしまうため，部分空間の次元

数はm = 5とした．従来法，提案手法ともにm = 5で 256次

元特徴量，1024次元特徴量を使って実験をした．データベース

中の部分空間数は 3036個なので，探索する内積の総数は 75900

個である．提案手法は k = 7590のとき，近似のない場合と同

じ結果になる．

256次元，1024次元特徴量を使った場合の認識結果をそれぞ

れ図 3，4に示す．256次元特徴量の結果の図 3(a)，3(b)でも

物体認識の結果と同様に，パラメータ kが増加すると提案手法

である APK，ARBFの認識率，処理時間ともに単調増加して

いる．k = 1301で APK，ARBFはともに PK，RBFと同じ

認識率となっているが，物体認識と同様に，近似計算の処理の

ために処理時間がかかっている．図 3(c)の認識率と処理時間の

関係をみると，提案手法が他の従来法よりも性能が優れている

ことがわかる．1024次元特徴量の結果も同様の傾向であった．

表 2，3 に APK と従来手法が同じ程度の認識における処理

時間の比をまとめた．256 次元の特徴量を使った場合，APK

はGDと同程度の認識率のとき，処理速度はGDの 17.11倍で

あった．同様に GLH，GLHMと同程度の認識率のときの処理
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図 2: ETH-80の実験結果

時間を比べた場合，それぞれ処理速度は 16.28倍，15.46倍と

なった．1024次元の場合，APKは GDよりも認識率が 3.04%

低くすると，処理速度は 807.30倍速くなった．また GLHと比

べた場合，3.04%認識率を落とすと，処理速度は 800.57倍に

なった．GLH 以外と比較した場合では，特徴空間の次元が大

きいほど提案手法との処理時間の差が大きくなった．

6. まとめ・今後の課題

本稿では特徴空間の次元数と部分空間数にスケーラブルな部
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図 3: 256次元特徴量を使った ETL9Bの実験結果

分空間の探索手法を提案した．グラスマン距離の計算を複数の

ユークリッド距離の計算に置き換え，近似最近傍探索によって

近似的に計算することで，高速な部分空間の探索を実現した．

文字認識実験では提案手法は従来手法と比べたとき，認識率を

3% 程度落とすことで，測地距離を比べて，処理速度が 800倍

向上した．さらに特徴空間が高次元であるほど，提案手法が有

効であることが示された．今後は，さらに別のデータセットで

実験を行うことで提案手法の有効性を調べることを予定して

いる．
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図 4: 1024次元特徴量を使った ETL9Bの実験結果
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