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あらまし 多様な情景文字画像の認識には，多様なデータが登録された大規模文字データベースが必要となる．大

規模データベースの構築には収集された文字画像に対して，文字領域の切り出し，データへのラベル付け，データ

ベースへの登録という人の介在が必要な処理があり，膨大なコストがかかる．本稿では事例ベース文字検出手法と

Semi-supervised learningに基づく自動ラベル付け手法の 2つの手法を提案し，データベース構築に必要な処理を自動

化することで構築に必要なコストを削減する．実験では各手法に対する評価実験と，2つの提案手法を組み合わせて

文字領域の切り出しからデータベースへの登録までを自動化した統合システムについても評価した．

キーワード Segmentation by Recognition，Labeling by Recognition，情景文字認識，Semi-supervised Learning，

大規模データセット

1. は じ め に

スマートフォンなどの普及により，いつでも誰でも簡単にカ

メラが使えるようになった．これに伴い，文字認識を用いたア

プリケーションが開発されており，翻訳システムや関連情報へ

のアクセスなどのサービスを提供している．しかし現在の文字

認識技術では情景画像中の文字に対して認識可能な文字が限ら

れているという問題がある．これは認識対象となる情景中文字

がフォントや形状等が多様であることが原因である．またカメ

ラで撮影することによって射影変換，照明の変化，隠れ，文字

の低解像度化など様々な要因が生じ，文字が劣化し，多様化す

る．この多様さが情景画像中文字の認識を困難にしている．

情景画像中の文字を認識するためには文字の多様性に対処す

る必要がある．これを解決する方法の一つとして事例ベース認

識 [1, 2]がある．事例ベース認識はあらかじめ多様なデータを

登録したデータベースからクエリに最も類似したデータを探索

することで認識する方法である．この方法で多様なフォントや

撮影状況の影響を受けた文字に対応するためには，大規模文字

データベースが必要となる．

文字データベースの構築には，図 1のように (i)文字画像の

収集，(ii)文字領域の検出，(iii)文字画像へのラベル付け，(iv)

ラベル付き文字画像のデータベースへの登録，といった処理

が必要である．しかしこれらの処理には基本的に人の介在が

必要なため，膨大なコストかかる．現在公開されている大規

模文字データベースとして NEOCR [3]や Street View House

Numbers Dataset [4]があるが，これらのデータベースの構築

には人が介在し，膨大な手間やコストがかかっている．コスト

を抑えてデータベースを構築するためには各処理を自動化し，

人の介在を最小限にする必要がある．

本稿では文字データベースの構築に必要な (ii)から (iv)まで

の処理を自動化し，人の介在を減らすことで，構築に必要なコ
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図 1: 文字データベースの構築

ストを最小限に押さえることを目的とする．(ii)を自動化する

ために事例ベース文字検出手法を，(iii)と (iv)を自動化するた

めに Semi-supervised learning [5, 6] に基づく自動ラベル付き

手法を提案する．2つの提案手法によってユーザーが撮影した

画像から文字の検出，認識し，ラベル付けすることで順次デー

タベースを拡大していく．これを繰り返すことによって，大規

模データベースの構築と多様な文字が認識可能な識別器の作成

することが本研究の目的である．

2. 関 連 手 法

本節では提案する事例ベース文字検出手法に関連した手法と

して他の情景文字検出手法と自動ラベル付け手法に関連した手

法として Semi-supervised learningについて述べる．

2. 1 文字検出手法

既存の情景文字検出手法はいくつかの種類があり，文字のテ

クスチャ情報を用いる手法 [7]や連結成分を求めることで文字

領域を推定する手法 [8–11]，またこれらを統合した手法 [12]な

どがある．本稿では，これらの手法以外の局所特徴量を用いる

手法 [2]を用いる．[2]では局所特徴量を用いることで，文字領

域の検出とクラスの識別を同時に行い，情景画像に対しても頑

健な文字検出・識別を可能としている．提案手法では [2]と同

様に局所特徴量を用いて，文字領域を推定する．異なる点とし

ては [2]ではクエリ上の文字とテンプレートを 1対 1対応で文

字領域を検出するのに対して，提案手法ではクエリ画像の特徴
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図 2: 事例ベース文字検出手法の概要

量と文字クラスとを対応付け，自動ラベル手法の認識と同じ方

式で切り出すことで，ラベルなしデータを学習するたびに切り

出し精度が向上することが期待できる．

2. 2 Semi-supervised learning

Semi-supervised learning [5,6]はラベルなしデータを学習に

用いることでラベル付けのコストを削減し，識別器の性能の向

上を目的としている．Semi-supervised learningの一種である

Self-trainingは少量のラベル付きデータで識別器を学習した後，

ラベルなしデータの認識結果をラベルと見なすことで，ラベル

なしデータを学習する手法 [13]であり，手書き文字認識でも有

効性が確かめられてきた [14]．

提案手法では Self-trainingの考えに基づき，ラベルなしデー

タへのラベル付けと学習を行う．Self-trainingを用いた理由は

他の Semi-supervised learningの手法に対して特別な仮定を必

要としないからである．本稿では多様な情景文字画像を対象と

するため，他の手法の仮定を満たすことは難しい．これに対し

て特別な仮定を設けない Self-trainingに基づく手法を提案する

ことで対応する．また Nearest Neighbor法と組み合わせるこ

とによって逐次的な学習が容易である点が挙げられる．Nearest

Neighbor 法では学習データをデータベースに登録するだけで

良いので，計算コストをかけずに学習することができる．

3. 提 案 手 法

3. 1 事例ベース文字検出手法

提案する事例ベース文字検出手法の概要を図 2に示す．以下

では手順の詳細を説明する．

まずクエリ画像から (I)特徴量の抽出を行う．本手法では局

所特徴量である PCA-SIFT [15]を用いる．局所特徴量は照明

変化に頑健であり，局所領域から特徴を抽出するため，隠れな

どにも対応できる．本手法では低解像度画像であっても一定数

以上の局所特徴量を抽出するため，一定間隔に特徴点を配置す

る Dense Samplingによって特徴点を決定する．

クエリ画像から特徴量を抽出した後，各特徴量に対してデー

タベースから最近傍点を探索し，(II)特徴量を対応付ける．デー

タべースには文字領域が切り出され，正規化された画像から抽

クエリ画像

データベース内の画像

(iii) クエリ上の文字領域の
       中心座標を推定

(ii) 対応点から中心点への
      位置を投影
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位置関係を記憶

図 3: 文字領域の位置推定

出された特徴量が登録されている．最近傍点の探索にはデータ

ベース内に登録されている全ての特徴量と距離計算をする必要

があり，データ数が増加すると最近傍点の探索時間が膨大にな

るという問題がある，本手法ではこれを防ぐために近似最近傍

探索 [16]を用いて，最近傍点を探索する．抽出された特徴量の

中には，本来と異なるクラスの特徴量と対応付き，結果として

検出や認識に悪影響を及ぼす特徴量が存在する．このような特

徴量は最近傍点との距離 dnn と第２近傍点との距離 d2nn の差

が大きくなると減少する傾向が見られるため，以下の不等式

dnn

d2nn
< td (1)

を満たすかを調べ，距離の差が大きい特徴量のみを対応付ける．

td は閾値である．

特徴量の対応付け後，対応付いた特徴量を用いて文字領域の

位置を推定する．図 3 にその概要を示す．本手法では文字領

域の位置推定を (III)Reference Point(RP) [17]の投影により行

う．正規化されたデータベース内の画像中心を RP と定義し，

対応付いた各特徴点に対して最近傍点の RPをクエリ画像上に

投影する．

次にクエリ上に投影されたRPの分布を調べて (IV)文字領域

の位置を推定する．具体的な処理は以下の通りである．(i)RP

に対して距離 dc以下にあり，かつ同じクラスに属す RPの数を

調べる，(ii)近傍にある RPの数が閾値 nc 以上であるとき，ク

ラスタを生成する，(iii)クラスタ内の各 RPに対して x座標，

y 座標を調べ，その中央値を文字領域の中心座標とする，この

手順によって文字領域の中心座標が求まり，クラスタのクラス

を調べることで文字領域のクラスが求まる．

(V)文字領域のサイズ推定の概要を図 4に示す．まずクラス

タから 2つの特徴量を選択し，クエリ上の x座標の距離 d′x と，

それらのデータベース中に対応する特徴量同士の x座標の距離

dx を求める．特徴量の対応付けが正しいとき，d′x と dx の比は

文字サイズの x軸方向のスケール比と等しくなる．正規化後の

画像サイズを S とすると，検出した領域の x軸方向の文字領域

サイズ S′
x は S′

x = S × d′x
dx
で求められる．クラスタ内の特徴量

の全ての組み合わせについて文字サイズを求め，その中央値を

用いる．y 軸方向に関しても同様の処理手順を行うことで検出

した文字領域のサイズを求めることができる．

文字サイズを求め，文字領域を決定した後，同じクラスに属

— 2 —



{画像サイズ S

{

特徴点間の x方向の距離dx

特徴点間の y方向の距離dy

特徴点間の y方向の距離 d’y

特徴点間の x方向の距離 d’x

x 方向の検出領域サイズ

dx

d’xS×

y 方向の検出領域サイズ

dy

d’y
S×

{
画像サイズ S {

データベース内の画像

クエリ画像

図 4: 文字領域のサイズ推定

し，かつ領域が重なっている場合，それらを含む最小の矩形を

文字領域として再定義する．

3. 2 自動ラベル付け手法

本手法ではラベルなしデータへのラベル付けと識別器の学習

を同時に行い，大規模データベースと多様なデータを認識でき

る識別器の作成を目的とする．

自動ラベル付け手法の処理の流れを図 5に示す．処理手順は

以下の通りである．(I) ラベル付きデータを用いて初期学習を

行い，識別器を作成する，(II) 識別器でラベルなしデータを認

識し，クラスを推測する，(III) 推測したクラスラベルの信頼性

を調べる，(IV) (III)の結果，クラスラベルが信頼できるとき，

その結果をラベルなしデータのラベルと見なし，識別器を再学

習する，(V) 別のラベルなしデータに対して (II)～(IV)を行う．

本手法ではラベル付けと同時に学習を行うため，誤認識結果を

ラベル付けすると，識別器に悪影響を与える．これを防ぐため

に Reliability Check により認識結果を調べ，結果が信頼でき

ないデータはラベル付けしない．

3. 2. 1 認 識 手 法

本手法で局所特徴量と近似最近傍探索を用いた投票処理によ

り文字画像を認識する．特徴点の決定には Dense Samplingを

用いる．

画像から特徴量を抽出した後，近似最近傍探索を用いて近傍

点を探索する．近似最近傍点を求めた後，そのクラス IDに対

して投票する．3. 1節で述べたように抽出された特徴量の中に

は認識に有効でない特徴量も存在するため，式 (1)を満たす特

徴量を選択し，投票に用いる．投票の際には 1/Ni の重みをつ

ける．Ni はデータベースに登録されているクラス i の特徴量

数である．各特徴量に対して投票を行った後，得票数が最も大

きいクラス IDを認識結果とする．

3. 2. 2 Reliability Check

Reliability Checkではラベルなしデータの認識結果を調べ，

ラベル付け，再学習するかを決定する．本手法では認識結果を

ラベルなしデータのラベルと見なすため，誤認識時には誤った

クラスラベルが作成される．誤ったラベルを持つデータを学習

してしまうと識別器に悪影響を与えてしまうため，正しく認識

できたデータのみに対してラベル付けする必要がある．

（Ⅰ） 初期学習

（Ⅱ）認識

(Ⅲ)Reliability Check

（Ⅳ）再学習

（Ⅴ）

ラベル付きデータ

Accept

Reject

ラベル付きデータの学習

ラベルなしデータ学習
ラベルなしデータ

図 5: 自動ラベル付け手法の処理の流れ

本手法では認識時に求めた得票値を用いることによって，認

識結果が正しいかを調べ，ラベルなしデータが信頼できるかを

調べる．ラベルなしデータに対して最大となったクラスの得票

値を s1，2番目に大きいクラスの得票値を s2 としたとき，

tl <
s2
s1

< tu (2)

を満たす認識結果は信頼できると見なし，再学習対象とする．

tl，ts は下限値，上限値である．下限値を設けることで背景部

分から誤検出された領域を取り除く．背景部分から抽出された

領域では得票数が 1位のクラス以外に対応付いた特徴量が少な

かったため，経験的にある一つのクラスにのみ投票が集中して

いる場合は背景領域と見なし，ラベル付けしない．

本手法ではラベル付けされたデータから抽出された特徴量を

データベースに登録する際，認識に寄与した特徴量のみを選択

し，データベースに登録する．ラベル付けされたデータから特

徴量を選択し，登録する方法を説明する．この方法ではラベル

付けされ，再学習対象となったデータから抽出された特徴量に

対して式 (1)を満たすか，またデータベース内の対応する特徴

量のラベルと認識結果が等しいかを調べる．これらを同時に満

たす特徴量のみをデータベースに登録する．

4. 実 験

本節では実験により提案手法の性能を調査する．実験 1では

3. 1節で提案した事例ベース文字検出手法に対する実験，実験

2では 3. 2節で提案した自動ラベル付け手法に対する実験，実

験 3では事例ベース文字検出手法と自動ラベル付け手法を統合

したシステムに対する実験を行う．

4. 1 Street View House Numbers Dataset

本実験では情景数字文字画像で構成された Street View House

Numbers Dataset [4]を用いる．本論文では解像度や色情報が

撮影時の状態で保存されている Full Numbersフォーマットを

用いる．画像を文字単位に切り出すときはデータセットと共に

公開されている矩形情報を用いて，Full Numbersの画像から

文字領域を切り出す．

4. 2 実験 1：事例ベース文字検出・認識手法の性能評価

本実験ではデータベース内のデータ数を変化させ，そのとき

の性能を調べる．ラベル付きデータは trainサブセットから選
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図 6: 実験 1．Recall-Precision の分布

び，文字領域を切り出した後，96×96[pixels]に正規化し，特徴

点を 200個抽出した．ラベル付きデータ数を各文字 100，500，

1,000と変化させたときの性能を調べる．クエリ画像には extra

サブセットから抽出した画像 1,000枚を用いる．td，dc，nc の

値はそれぞれ 0.9，30，35とする．

提案手法の性能評価には再現率（Recall），適合率（Preci-

sion）を用いる．再現率は画像内に存在する文字領域中，正し

く検出できた文字領域数の割合を，適合率は検出した文字領域

中，正しく検出された文字領域数の割合を示す．本実験では文

字領域の位置推定の用いるパラメータ dc，nc を変化させ，そ

れぞれの場合について再現率と適合率を求める．文字が正しく

検出できたかを調べる判定法は [18]を用いる．

実験結果を図 6に示す．線で結ばれた点はパレート最適解で

ある．このグラフではプロット点が右上にあるほど性能が良い．

図 6より，ラベル付きデータ数が増加するほど，プロット点の

分布が右上に推移していることがわかる．このことからラベル

付きデータ数を増加させることで性能が向上していることがわ

かる．図 7はラベル付きデータ数が各文字 100と 1,000のとき

の認識結果の一例である．ラベル付きデータ数が少ないときに

検出できなかった文字領域がデータ数を増加させることによっ

て正しく検出できていることがわかる．文字領域のサイズも

データ数を増加することでより正しく求めることができ，図 7

のような低解像度画像であっても文字領域を検出できた．一方，

図 8は誤検出を含む失敗例である．失敗例として最も多かった

のが図 8のようにプレートの縁などを “1”と誤検出するケース

であった．

4. 3 実験 2：自動ラベル付け手法の性能評価

実験 2では 3つの実験を行う．1つ目の実験では 3. 2 節で述

べた投票に用いる特徴量を選択するときの影響と再学習時に

データベースに登録する特徴量を選択するときの影響を調べる．

2つ目の実験では提案手法の Reliability Checkの性能について

調査する．3つ目の実験では入力するラベル付きデータ数とラ

ベルなしデータ数の比率を変化させたときの影響を調査する．

本実験ではあらかじめ切り出され，正規化されたデータを対

象とする．ラベル付きデータ数は各文字 10ずつとする．ラベ

ルなしデータ数は各文字 10,000とし，trainと extraサブセッ

(a) 各文字 100 のとき (b) 各文字 1000 のとき

図 7: 実験 1．ラベル付きデータ数を変化させたときの検出例

図 8: 実験 1．検出の失敗例

トより選択する．識別器の性能を評価するために testサブセッ

トを用いて，認識率を求める．本実験では td，tl，tu をそれぞ

れ 0.9，0，0.2とする．

4. 3. 1 特徴選択による影響の調査

実験結果を表 1に示す．初期学習率はラベル付きデータのみ

を学習した後の認識率，再学習後認識率はラベルなしデータを

用いて学習した後の認識率，ラベル付けデータ数は式 (2)を満

たしラベル付けされたラベルなしデータ数，ラベル付けデータ

精度はラベル付けされたデータのうち正しくラベル付けされた

データの割合である．表中の手法の ‘a.選択なし’はラベルなし

データから抽出された全ての特徴量を投票，再学習に用いたと

き，‘b.投票時選択’は投票に用いる特徴量を式 (1)で選択した

とき，‘c.学習時選択’はデータベースに登録する特徴量を式 (1)

と最近傍点のラベルを調べることで選択したとき，‘d.投票・学

習時選択’は投票時と再学習時に用いる特徴量を選択する方法

である．

まず投票時の特徴選択による影響を調べる．投票に用いる特

徴量を選択した bと dは全ての特徴量を用いた aと cに比べて

再学習後の認識率が向上した．bと dにおいて初期認識率が低

いのはデータベース内の学習が十分に進んでいないため類似し

た特徴量が見つからず，式 (1)を満たす特徴量が少なかったた

めである．その結果，投票に用いられる特徴量数が減少し，誤

認識が起こり易くなった．その後ラベルなしデータの学習する

ことで類似した特徴量を見つけやすくなり，有効な投票が増え

たことで bと dの認識率は aと cに比べて大きく向上した．こ

の結果より，認識時に投票に用いる特徴量を選択することは認

識率の向上において有効であることがわかった．

データベースに登録する特徴量を選択したときの影響につい

て調べる．再学習時に特徴選択を行わなかった a，bと特徴選

択を行った c，dを比較すると，ラベル付けデータ数，ラベル
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表 1: 実験 2-1．自動ラベル付け手法の実験結果

手法 a. 選択なし b. 投票時選択 c. 学習時選択 d. 投票・学習時選択

初期認識率 [%] 46.3 44.8 46.3 44.8

再学習後認識率 [%] 42.7 50.8 50.3 64.7

ラベル付けデータ数 41,360 46,834 30,624 33,531

ラベル付けデータ精度 [%] 63.7 68.2 81.4 89.0

表 2: 実験 3．統合システムの実験結果

初期認識率 [%] 77.5

再学習後認識率 [%] 78.8

ラベル付けデータ数 4,037

ラベル付けデータ精度 [%] 73.0

付けデータ精度に関して大きな差が生じた．特徴選択を行わな

いときに，多くのラベルなしデータをラベル付けできた．一方，

特徴選択を行ったときはラベル付けされたデータ数は少なく

なったが，ラベル付けデータ精度は高くなった．これは特徴を

選択することでデータベースに登録される特徴量数が減少して

しまうが，正しくラベル付けされ，認識に有効な特徴量をデー

タベースに登録できていることがわかる．

実験結果より提案した投票時と再学習時に特徴量を選択する

手法が認識率とラベル付けデータ精度を向上させるために有効

であることがわかった．提案手法はラベルなしデータの学習時

にデータベースに登録する特徴量を選択するためラベル付けさ

れるデータ数は減ってしまうが，ラベル付けデータ精度を高く

保ったままラベル付けが行えることがわかった．データベース

の作成には誤ってラベル付けされたデータを少なくする必要が

あるため，提案手法が最も有効であると言える．

4. 3. 2 Reliability Checkの性能調査

図 9(a)はラベルなしデータ数を各文字 1,000から 10,000ま

で 1,000ずつ変化させたときの提案手法，全てのラベルなしデー

タを真のクラスで学習したとき (以下，Ground Truth)，認識

結果が真のクラスと等しいときに学習したとき（以下，Correct

Check）の認識率である．Correct Checkは提案手法と同様に

最近傍点のクラスと認識結果が等しく，式 (1) を満たす特徴

量のみをデータベースに登録する．正しく認識されたときの

み学習するため，Reliability Check によるラベル付けデータ

の選択が完全に正しいときの認識率となる．Ground Truthと

Correct Checkの認識率の差は識別器の性能の差である．また

データベースに登録する特徴量を選択したため，学習時に登録

される特徴量が減り，学習が進まなくなったことも認識率に差

が生じた原因の一つである．次に Correct Checkと提案手法の

差であるが，これは Reliability Check の性能差である．これ

らの手法に認識率の差が出た理由として学習に用いたラベルな

しデータのラベル付け精度とデータ数にある．誤ってクラスで

ラベル付けされたデータを学習に用いることによって認識精度

に悪影響を及ぼすため，ラベル付けデータ精度を高くする必要

がある．またラベル付けされたデータ数が多いほど，多様な文

字がデータベースに登録されるため認識率は向上する．図 9(b)

は図 9(a) においてラベル付けされたデータ数を示している．

これより提案手法の Reliability Checkでは学習すべきデータ

を十分に学習できていないことがわかる．入力するラベルなし

データ数を増やすことによって，学習に用いたデータ数も増加

し，認識率がより上昇していることがわかる．このことからも

ラベル付けされたデータ数が識別器の認識精度に大きく影響し
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図 9: 実験 2-2．ラベルなしデータ数を変化させた時の結果

ていることがわかる．

4. 3. 3 ラベル付きデータ数とラベルなしデータ数の比率に

よる性能調査

図 10は入力するラベル付きデータ数とラベルなしデータ数

の比率を変化させたときの結果である．横軸はクラス毎に入

力したラベル付きデータ数とラベルなしデータ数の和である．

このグラフより，入力されたデータ数が同じでも，ラベル付き

データが多い方が認識率が高いことがわかる．これはラベルな

しデータに対してラベル付きデータの方が情報量が多いため

である．ラベルなしデータを学習に用いることで，ラベル付き

データのみを用いたときに比べて認識精度を上げることができ

るが，ラベル付きデータより情報量が少なく，学習に用いられ

るデータ数も限られるため，認識率の上昇の限界が存在する．

— 5 —



 0

 10

 20

 30

 40

 50

 60

 70

 80

0 100 500 1000

R
e

c
o

g
n

it
io

n
 R

a
te

 [
%

]

# of Labeled Data + Unlabeled Data per Class

# of Labeled Data:     10
# of Labeled Data:     50
# of Labeled Data:   100
# of Labeled Data:   500
# of Labeled Data: 1000

図 10: 実験 2-3．ラベル付きデータ数とラベルなしデータ数の比率を

変化させたときの認識率

4. 4 実験 3：検出と自動ラベル付けの統合

実験 3 では上記の 2 つの提案手法を統合し，クエリ画像か

ら文字領域の検出，認識，再学習の自動化に挑戦する．本シス

テムでは事例ベース文字検出手法にて文字領域を検出した後，

Reliability Checkにてラベル付けするか決定する．Reliability

Checkでは式 (2)を満たし，さらに 2つの提案手法の認識結果

が等しいかを調べる．検出した文字領域がこれら 2つの条件を

満たしたとき，その文字領域をラベル付けする．データベース

へは文字検出時に生成したクラスタ内の特徴量を登録する．

実験に用いたデータについて説明する．train サブセットか

ら各クラス 1,000ずつ選択し，ラベル付きデータとしてデータ

ベースに登録する．クエリ画像は extraサブセットから選択し

た 5,000枚の画像を入力する．クエリ画像に含まれる文字数の

合計は 13,215である．識別器の性能評価のために testサブセッ

トを用い，認識率を調べた．実験に用いたパラメータ td，dc，

nc，tl，tu の値はそれぞれ 0.9，30，55，0.3，0.7とする．

実験結果を表 2に示す．ラベルなしデータから文字領域を検

出，再学習をすることで約 1.3%認識率が向上した．新たに文

字領域を切り出し，ラベル付けされたデータ数は 4,037であり，

そのうち正しくラベル付けされた文字数はこのうち 73%であ

る 2,947であった．この結果より提案手法を組み合わせること

によって識別器の性能を向上させ，人の介在なしにデータベー

スを拡大できることがわかった．しかしラベル付けされたデー

タには誤りも含んでいるため，更なる改善が必要である．実

験 2と異なり，文字でない領域も入力されるため，より正確な

Reliability Check が必要である．Reliability Check が正確で

あっても検出結果が誤っていると学習可能なデータ数が減って

しまうため，文字検出，自動ラベル付けの両手法で精度を高め

る必要がある．

5. ま と め

本稿では大規模文字データベース構築のための処理を自動化

のために事例ベース文字検出手法と自動ラベル付け手法を提案

した．実験より事例ベース文字検出手法が低解像度画像に対し

ても正しく文字領域を検出，認識でき，自動ラベル付け手法で

はラベルなしデータを精度高くラベル付けをすることができ，

認識精度を向上させることができた．また提案手法を組み合わ

せることで，文字領域の検出からデータベースへの登録までの

一連の作業の自動化し，実験より，人の介在なしにデータベー

スを拡大させ，認識率を向上させることができた．

今後の課題として検出・認識手法の精度向上が挙げられる．自

動ラベル付け手法で再学習データを決定する Reliabiilty Check

を改善し，誤ったラベルを持つデータの登録を減らすのことも

今後の課題である．
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