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あらまし 特徴ベクトルの最近傍探索を用いた特定物体認識では，特徴ベクトルの情報を記録するために莫大なメモ

リ量が必要となる．そこで，特徴ベクトル間の距離を計算しないことで，特定物体認識に必要なメモリの使用量を削

減する枠組みを提案する．本手法の特徴は，ハッシュ表などなどと比べて空間効率の良い Bloomier Filterを用いる点

にある．また，平面および 3次元特定物体の認識実験を通して，ハッシュ表を用いる手法と提案手法を比較し，有効

性について検討する．
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Abstract Specific object recognition based on nearest neighbor search of feature vectors required a huge amount of

memory to store all feature vectors for distance calculation. To solve this problem, we propose a memory reduction

method for specific object recognition with a strategy of skipping the distance calculation of feature vectors. The

proposed method is characterized by the use of Bloomier filters, which are far memory efficient than hash tables, for

the storage of feature vectors. The proposed method is evaluated based on experiments of planar and 3D specific

object recognition in comparison to a method with a hash table.
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1. は じ め に

特定物体認識とは，物体のインスタンスを認識するタスクで

ある．本稿では，SIFT [1]などの局所特徴量を用いた特定物体

認識について述べる．

我々の周囲には物体のインスタンスが無数にあるため，特定

物体認識を真に実用的なものとするには，識別できる物体数の

大規模化が必須である．局所特徴量は数十から数百の次元を持

つ実数値ベクトルであり，高い識別性を持つため，多数の物体

を識別する目的に適している．認識処理の基本は，未知の物体

から得た局所特徴量と既知の物体から得た局所特徴量を照合す

る処理である．特徴ベクトルの照合は最近傍探索によって容易

に実現できるものの，その大規模化には，まだいくつかの障害

を乗り越える必要がある．最も重要な障害は，処理速度とメモ

リ量に関するものである．

幸い，処理速度については，これまでに有効な手法が提案さ

れている．その中には，k-d 木などの木構造に基づくもの [1]，

ハッシュに基づくもの [2] などがある．これらの手法では，近

似最近傍探索を用いることによって，処理速度を大幅に改善し

ている．

一方，メモリ量の問題については十分な解決策は得られてい

ない．局所特徴量は画像あたり数百から数千個にもなるため，

物体数が大規模になるとその記録には膨大なメモリが必要とな

る．これまでに，特徴ベクトルを Visual Word [3]と呼ばれる

代表ベクトルに置換することでメモリ使用量を削減する手法が

提案されている．しかし，大規模な特定物体認識を行うために

は，Visual Wordの数を多くしなければならず，高い認識率を

得るためには，一つの Visual Wordに 2～3個の特徴ベクトル

を対応づけるのが限界である [4]．この他のメモリ削減手法とし

て，スカラー量子化 [5] や特徴ベクトルの取捨選択 [4], [6] など

がある．しかし，上記の近似最近傍探索を用いた照合では，特

徴ベクトル間の距離を計算する必要があるため，いずれにせよ

個々の特徴ベクトルを記録しなければならない．したがって，

記録する特徴ベクトル数に応じたメモリ量が必要となり，削減
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には限界が生じる．また，

この問題を解決する一つの考え方は，照合に際して距離計算

を放棄することである．これにより特徴ベクトルの記録も不要

となるため，大幅なメモリ削減が可能となる．実際，特徴ベク

トルをハッシュ表に登録しておき，それを検索することによっ

て認識する手法が提案されている [2]．この手法では，特徴ベク

トルの照合を，距離あるいは類似度という量的な概念に基づく

類似検索ではなく，ハッシュ関数の値（ハッシュ値）が同じか

どうかという一致検索によって実現している．ハッシュ表には

特徴ベクトルの有無が記録されるだけなので，大幅なメモリ削

減が可能となる．

ところが，この手法にもまだ問題点がある．正しい認識のた

めには，類似した特徴ベクトルが同じハッシュ値を持つように

しなければならない．ところが，これによって，ハッシュ表に

記録される特徴ベクトルに偏りが生じる．その結果，ハッシュ

表の大部分には何も記録されず，空間効率が悪化する．

本稿では，この問題を解決するため，Bloomier Filter [7]と呼

ばれる空間的効率の良い確率的データ構造を用いた新しい手法

を提案する．上記のハッシュ表を用いる手法と同様に，Bloomier

Filterでも特徴ベクトルが記録されているかどうかを検索でき

る．大きな違いは，記録されていない特徴ベクトルを誤って検

出するという偽陽性 (False Positive) が生じるかどうかにある．

ハッシュ表を用いる手法では偽陽性は生じ得ないが，Bloomier

Filterを用いる手法では，一定の偽陽性を容認することの引き

替えに，高い空間効率を得ることが可能となる．

また本稿では，平面および 3次元特定物体の認識実験を通し

て，ハッシュ表を用いる手法と提案手法を比較し，有効性につ

いて検討する．

2. ハッシュ表に基づく従来手法

本節では，ハッシュ表に基づく手法である野口らの手法 [2]

について説明する．これは，提案手法の基礎となる手法であ

り，以後，従来手法と呼ぶ．以下に，具体的な処理について説

明する．

2. 1 データベース作成

従来手法は，PCA-SIFT [8]で求めた 36次元の特徴ベクトル

を用いる特定物体認識手法である．まず，特徴ベクトル pの第

1次元から第 d次元 (d <= 36)までをとり，p′ = (p1, p2, . . . , pd)

を作成する．次にこのベクトル p′ を用い，

uj =

1 if pj >= 0

0 otherwise
(1)

によって各次元を 2 値化したビットベクトル u =

(u1, u2, . . . , ud)を作成する．そして，

Hindex =

(
d∑

j=1

uj2
(j−1)

)
(2)

というハッシュ関数より，ハッシュ表に登録するためのインデッ

クスを求める．求まったインデックスに，特徴ベクトル pに対

する物体 IDを登録する．

従来手法では，特徴ベクトルの登録時に衝突が生じた場合，

リストとして特徴ベクトルを登録していく．但し，計算コスト

の削減のために，リスト長に閾値 cを設け，リスト長が cより

も長くなる場合，リスト全体をハッシュ表から削除し，以後の

登録を禁止する．これは，同じハッシュ値を持つ特徴ベクトル

は互いに類似しているため，物体認識にあまり寄与しないとい

う考えに基づく．以上の処理を全ての特徴ベクトルに対して行

い，データベースを作成する．

2. 2 認 識 処 理

従来手法では，質問画像から PCA-SIFTで求めた特徴ベク

トルを用い，データベース作成処理と同様に，ハッシュ表のイ

ンデックスを求める．そして，求めたインデックスに登録され

ている物体 IDに対して投票を行う．この処理を，質問画像か

ら得られる特徴ベクトル全てに対して行い，最終的に最も得票

数が多い物体を認識結果とする．以下に具体的な処理について

説明する．

まず，質問画像から得られる特徴ベクトルから，ハッシュ

表のインデックスを求める．このとき，特徴ベクトルの各次

元の値が，撮影条件などの違いにより変化するため，変動を

考慮してインデックスを求める．具体的には，各次元の値に

許容変動幅 e を設け対処する．検索質問となる特徴ベクトル

q = (q1, q2, . . . , qd)において，|qj | <= eを満たす次元 j に対し

て，uj だけではなく u′
j = (uj + 1) mod 2(0ならば 1，1なら

ば 0)も用いて特徴ベクトルを検索する．しかし，この処理を全

ての次元に対して行うと，処理時間が膨大になってしまうため，

処理の対象とする次元数に閾値 bを設ける．これにより，最も

多い場合で，検索に用いるビットベクトル u′ の数を 2b 個に抑

えている．|qj | <= eとなる次元数が b個より多くなる場合，次

元のインデックスの大きいものから b個採用する．

同じハッシュインデックスに，同じ物体 IDが複数登録され

ている場合，同一物体には一度しか投票を行わないこととする．

また投票には，多くの特徴ベクトルが得られる物体が投票され

やすいという状態を避けるため，次式の重みを付ける．

1√
ri

, (i = 1, . . . , R) (3)

ここで，ri は物体 ID iの物体から得られる特徴ベクトル数，R

は総物体数である．以上の処理を行うことで，ハッシュ表に登

録されている物体 IDに投票を行い，最も得票数の多い物体を

認識結果とする．

また，処理を効率化するために，複数の識別器を直列に並べ

た構成とする．第 s段では，b = s − 1とした識別器を用いる．

この識別器の多段階化による認識手法の特徴は，識別器の段が

移ったとき，前の段で検索に用いられたビットベクトル以外の

ビットベクトルを用いて認識を行うという，差分探索性がある

ことである．このため，最終段の識別器まで移ったとしても，

最初から 2b 個のビットベクトルを用いて認識するのとほぼ同

じ処理時間で認識できる．

2. 3 従来手法の問題点

従来手法では，認識率を確保するために，ビットベクトルの
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図 1 Bloom Filter の処理の流れ

次元 dの値を大きくする必要がある．しかし，dの値を大きく

すればハッシュ表の大きさも指数的に増すという問題点がある．

また，予備実験により約一千万個の PCA-SIFT特徴ベクトル

を従来手法でハッシュ表にマッピングしてみたところ，d = 24

のとき 65%以上，d = 28 のとき 96%以上のインデックスが，

一つの特徴ベクトルにも対応しない，またはリストが削除され

た状態となっていることが分かった．以上から，従来手法には，

ハッシュ表の空間効率が悪いという問題点があると言える．こ

の問題に対処するために，本稿では，ハッシュ表と比べて空間

効率の良いデータ構造である Bloomier Filterを用いる．

3. Bloom FilterとBloomier Filter

本節では，提案手法に用いる Bloomier Filter [7]と，その基

礎となる Bloom Filter [9]について説明する．

3. 1 Bloom Filter

Bloom Filterは，あるデータ集合と要素が与えられたとき，

この要素がデータ集合のメンバであるか否かを調べるために用

いられる．この手法には，ある要素がデータ集合のメンバでは

ないにもかかわらず，集合のメンバであると判断される偽陽性

(False Positive)が生じる可能性があるという問題点や，データ

集合から元の要素を取り出すことができないという問題点があ

る．一方，同じメモリ量で保存できる要素数は，平衡 2分探索

木やハッシュ表と比べると圧倒的に多いという利点がある．本

研究では，この空間効率の良さを利用し，Bloom Filterを特徴

ベクトルの圧縮表現に用いる．本稿では，以後，データ集合の

要素を特徴ベクトルとして話を進める．以下に，Bloom Filter

への特徴ベクトル登録方法と特徴ベクトルの認識方法の具体的

な処理について説明する．

図 1 に特徴ベクトルの登録処理の流れを示す．まず，空の

Bloom Filterとしてm bitの配列を用意し，全ての bitを 0で

初期化する．以下では，m を “TableSize”と呼ぶこととする．

次に，k 個のハッシュ関数を用意し，それぞれのハッシュ関数

に対して，特徴ベクトルをキーとしてハッシュ値を計算する．

ここで，得られるハッシュ値は 1～m の整数値とする．そし

て，得られた k 個のハッシュ値 x1, x2, . . . , xk を基に，Bloom

Filter の xi(i = 1, 2, . . . , k) 番目の bit を 1 にすることで特徴

ベクトルを登録する．特徴ベクトルの認識処理も登録処理と同

様に，特徴ベクトルをキーとしてそれぞれのハッシュ関数から

ハッシュ値を得る．そして，得られたハッシュ値に対応する bit

が全て 1になっていれば，データ集合にその特徴ベクトルが含

まれているとする．

3. 2 Bloomier Filter

Bloomier Filter は，複数の Bloom Filter を用いることで，

登録した特徴ベクトルと関連する値を連想させるデータ構造で

ある．本研究では，この性質を利用し，Bloomier Filterを特定

物体認識に用いる．以下に，Bloomier Filter の動作について

具体的に説明する．

Bloomier Filterで連想させる値が 0と 1の二種類のみの例

について説明する．まず 2つの Bloom Filter X と Y を用意す

る．次に，特徴ベクトルに連想させたい値が 0である場合，X

に特徴ベクトルを登録しておき，連想させたい値が 1である場

合，Y に特徴ベクトルを登録しておく．これによりある特徴ベ

クトルを認識させた時，X に存在すれば，その特徴ベクトルか

ら連想される値は 0である可能性が高く，また，Y に存在すれ

ば，連想される値は 1である可能性が高いとすることができる．

Bloomier Filter を用いてより多くの数字を連想させる場合

は，連想させたい値を 2bit表現し，各 bitごとに二つの Bloom

Filterを用意するれば良い．本研究では，この Bloomier Filter

の動作を利用し，特定物体を認識するために用いる物体 IDを

連想させることを考える．これにより，R個の物体を識別する

ために，必要な Bloom Filterは，log2 R個で済む．

4. 提 案 手 法

本節では，Bloomier Filter を用いた特定物体認識手法につ

いて述べる．提案手法でも，従来手法と同様に画像から PCA-

SIFTによって求めた特徴ベクトルを用いる. 以下に具体的な

処理について説明する．

4. 1 データベース作成

本節では，Bloomier Filterへ特徴ベクトルを登録するデータ

ベース作成処理について説明する．今物体 IDを n bitで表現す

ることを考える．このために 2n個の Bloom Filterを用意する．

ここで 0を連想させる Bloom Filterを X1, X2, . . . , Xn，1を

連想させる Bloom Filterを Y1, Y2, . . . , Yn とする．それぞれの

Bloom Filter の TableSize Mg
f (f ∈ {0, 1, . . . , n}, g ∈ {0, 1})

は，

Mg
f = a × Ng

f [bit] (4)

とする．ここで，Ng
f は，物体 IDの f 番目の bitが g である

全ての物体から得られる特徴ベクトルの総数であり，aは定数

である．予備実験より，aが小さいほどメモリ使用量を削減で

きるが，認識率が低下するということが分かっている．
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次に，物体 IDを連想させるために，n個の Bloom Filterに

特徴ベクトルを登録していく．例えば，2bitで物体 IDを表現

するとき，物体 IDの 3を “10”で表現したとすると，bit列の

1 bit目が “1”，2 bit目が “0”であるため，Y1 とX2 の Bloom

Filterに物体 ID 3の物体から得られる特徴ベクトルを保存す

る．以下に具体的な処理を説明する．提案手法では従来手法と

同様に，特徴ベクトルの d 次元を用いて，ビットベクトル u

を作成する．このとき，同じビットベクトルに変換される特徴

ベクトルの数が閾値 c個以上あれば，その特徴ベクトルは，認

識にはあまり有効ではないと考え，データベースに登録しな

い．それ以外の場合は，求めたビットベクトル u をキーとし

て，k 個のハッシュ関数を用いて，Bloom Filterのどのビット

を 1にするかを決める．提案手法では，k = 8とし，ハッシュ

関数に [10]で紹介されている 8個のハッシュ関数を用いる．以

上の処理を全ての特徴ベクトルに対して行い，データベースを

作成する．

提案手法では，上記の処理で作成したデータベースに加え，

投票時に投票誤りを検出するための Bloomier Filterも作成す

る．これは，ある検索質問画像から得られた特徴ベクトルを用

いて認識処理で求まった IDに，本当に投票を行って良いかを決

めるための簡易的な誤り検出器である．この誤り検出 Bloomier

Filter を以下のように作成する．まず，二つの Bloom Filter

P0, P1 を用意する．そして，物体 IDを 2bit表現したとき，1

の数が偶数個の物体 IDから得られる特徴ベクトルを P0に登録

し，1の数が奇数個の物体 IDから得られる特徴ベクトルを P1

に登録する．それぞれの Bloom Filterの TableSizeは，式 (3)

と同様に与えられる．

4. 2 物 体 認 識

本節では，Bloomier Filter を用いた物体認識手法について

説明する．まず，提案する物体認識手法の処理の流れを説明す

る．この手法では，検索質問画像から得られる特徴ベクトル q

を用い，物体 IDの i(i = 1, 2, . . . , n)番目の bitが 0か 1かを

求めるために，Xi と Yi の Bloom Filterに q に対応する特徴

ベクトルが登録されているかを調べる．このとき，Xi に登録

されていれば，物体 IDの i番目の bitを 0とし，Yi に登録さ

れていれば，物体 IDの i番目の bitを 1とする．そして，全

ての bitに対して値を求め，最終的に求まった物体 IDの物体

に投票を行う．但し投票は，誤り検出 Bloomier Filterで正し

いと判断された物体 IDの物体にのみ行われる．この処理を検

索質問画像から得られる特徴ベクトル全てに対して行い，最大

得票数の物体を認識結果とする．以下に具体的な処理について

説明する．

質問画像から得られる特徴ベクトルは，一般に各次元の値が

データベース作成に用いる特徴ベクトルのものと異なったもの

となる．このため提案手法でも，従来手法と同様に，各次元の

値の許容変動幅 eを設け変動に対処する．また，この処理を行

う次元数を閾値 b個以下に制限し，次元数が bを上回る時には，

次元のインデックスの大きいものから b個を採用する．そして

これらのビットベクトルを用いて，物体 IDの i(i = 1, 2, . . . , n)

番目の bitが 0か 1かを求める．このとき，Bloom Filter Xi
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に存在していれば，物体 IDの i番目の bitを 0とし，Bloom

Filter Yi に存在していれば，物体 IDの i番目の bitを 1とす

る．Xi と Yi の両方に含まれていない場合は，このビットベク

トルをキーとした特徴ベクトルはデータベースに登録されてい

ないとし，i番目以降の処理を打ち切る．この処理では，Xi と

Yi の両方に含まれていた場合に問題が起こる．これは，どちら

かの Bloom Filter が偽陽性を引き起こし，実際には登録され

ていないにもかかわらず，登録されていると判断されるためで

ある．提案手法では，このような場合両方の可能性を試すこと

により対処する．具体的には，i番目の bitが 0となる物体 ID

と 1となる物体 IDの両方を投票の対象とする．但し，全ての

bitに対して上記の処理を行うと誤投票が増加してしまうため，

提案手法では，偽陽性に対処する物体 IDの次元数に閾値 tを

設け，投票する物体 ID数を 2t 個に制限する．

上記の処理を繰り返し，求まった物体 IDの物体に投票を行

うかどうかを，誤り検出 Bloomier Filterを用いて決める．こ

のとき，誤り検出 Bloomier Filterに登録されていなかった場

合や，P0, P1 の両方に登録されていた場合，求まった物体 ID

は誤った IDと判断し，投票を行わない．また，提案手法でも

従来手法と同様に，投票には重みを付けて行う．提案手法で用

いる重みも，従来手法と同様のものを用いる．この処理を検索

質問画像から得られる全ての特徴ベクトルに対して行い，最終

的に最も得票数の多かった物体を認識結果とする．

また提案手法では，認識処理の効率化を図るために，従来手

法と同様に，第 s段が b = s − 1とした識別器を用いて認識を

行う．これによって，十分に他の物体との得票数差が得られれ

ば，途中の段で処理を打ち切ることができるため，認識処理を

効率的に行うことができる．

5. 実 験

本節では，提案手法の有効性を確かめるために，55個の 3次

元物体を用いたデータセットと，10,000個の 2次元物体を用い

たデータセットに対して行った実験の結果について述べる．

5. 1 実 験 条 件

まず，55個の 3次元物体のデータセットについて説明する．

図 2に本実験で用いた 3次元物体の例を示す．本実験では，物

体に対して，真正面，真正面から上へ 15◦，30◦ の角度から，

ウェブカメラで，5◦ ごとに物体を回転させて撮影した画像を用

いた．この内，データベース作成用画像として，回転角度が 0◦,

10◦, . . . , 350◦ の画像 36枚 ×3方向の，1物体当たり 108枚を

用い，残りの画像を検索質問画像とした．データベース作成用
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(a) 撮影角度 90◦ (b) 撮影角度 75◦

(c) 撮影角度 60◦ (d) 撮影範囲一部

図 4 検索質問の例

画像から得られる特徴ベクトルの数は，約 120万個である．

次に，10,000 個の 2 次元物体のデータセットについて説明

する．本実験では，Google イメージ検索や，写真共有サイト

Flickr から収集した画像 10,000 枚をデータベース作成用画像

とした．図 3に例を示す．データベース作成用画像から得られ

る特徴ベクトルの数は，約 2千万個である．検索質問画像とし

ては，次のように用意した．まず，データベースに含まれる画

像のから合計 500 枚を無作為に選択した．次に，プリンタを

用いて印刷したものをカメラで撮影した．撮影した画像の例を

図 4に示す．図 4に示す通り，紙面全体が写る配置で，紙面に

対するカメラの光軸の角度 θを 90◦, 75◦, 60◦ に変化させた．ま

た，角度を 90◦ として紙面の一部分を撮影した．検索質問の数

は，500 × 4 = 2, 000枚である．

本実験では，提案手法と従来手法で用いられているパラメー

タ b, cを変化させて物体の認識率を調べた．各パラメータの変

動幅は，b = 0, 1, . . . , 10，c = 1, 2, . . . , 10である．また両手法

において，e = 200とした．TableSize作成に用いる定数 aは，

a = 8とした．これは，予備実験より認識率が極端に低下しな

い最低数である．実験結果で示す処理時間とは，一枚の画像

の認識にかかった平均の処理時間であり，特徴ベクトルの抽出

時間等は含まれていない．使用した計算機は，CPU が AMD

Opteron8378 2.4GHz，メモリが 128GBのものである．

5. 2 実験 1: 55個の 3次元物体を用いた実験

提案手法において，前述のパラメータ以外に，パラメータ tも

変化させて物体の認識率を調べた．tの変動幅は，t = 0, 1, . . . , 5

である．また，[2]で用いられている d = 28で両手法を比較し

た．認識率と処理時間との関係を図 5 に示す．横軸に認識率，

縦軸に平均処理時間を示す．結果より，提案手法は従来法と比

べて，同じ認識率を得るのに長い処理時間が必要となることが
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分かった．処理時間がかかる原因として，従来手法では，一つ

の検索質問ベクトル q に対してハッシュ表を一度検索するだけ

で投票を行えるが，提案手法では，2n個の Bloom Filterを検

索しなければ投票を行えないことが挙げられる．

次に，メモリ使用量に関与するパラメータを変化させた時

の，両手法のメモリ使用量，認識率，処理時間を調べた．提案

手法において，メモリ使用量に関与するパラメータはリスト長

の閾値 c，従来手法では，c及びビットベクトルの次元数 dで

ある．表 1に両手法で最も認識率の高かった結果を示す．結果

より，提案手法は従来手法と比べ，認識率を同程度にした時，

処理時間は長いものの，メモリ使用量を削減できることが分

かった．これは，従来手法では認識率を確保するために，大部

分が何も記録されないにもかかわらず，特徴ベクトルの保存に

大きなハッシュ表を用意しなければならないが，提案手法では，

Bloomier Filter を用いることで，小容量のメモリ量で特徴ベ

クトルを保存できるからである．このことから，提案手法の空

間効率の良さが明らかとなった．

5. 3 実験 2: 10,000個の 2次元物体を用いた実験

実験 1と同様にパラメータを変化させて物体の認識率を調べ

た．パラメータの変動幅は実験 1 と同じである．実験 2 でも

d = 28で，両手法を比較した．認識率と処理時間の関係を図 6

に示す．図の見方は，図 5と同様である．結果は，実験 1と同

様のものとなった．また，実験 1の結果と比較すると，特徴ベ

クトル数が約 20倍となったために，処理時間も約 20倍になっ

ていることが分かる．このため，特徴ベクトル数が増加しても，

処理時間が増加しない枠組みを導入する必要がある．
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表 1 3 次元物体認識の認識率とメモリ使用量と処理時間

手法 c d その他パラメータ 認識率 [%] メモリ使用量 [MB] 処理時間 [ms]

提案手法 5 28 b = 3, e = 200, t = 1 99.75 73 0.95

従来手法
3 24 b = 3, e = 200 99.83 231 0.22

2 28 b = 3, e = 200 99.75 2199 0.32
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次に従来手法において，メモリ使用量に関与するパラメータ

の内，dを変化させた時の，両手法のメモリ使用量，認識率を

調べた．提案手法は，d = 28の時，最も認識率の高かったパラ

メータ b = 9, c = 9, t = 1を用いて実験を行った．また従来手

法は，d毎に最も認識率の高かったパラメータを用いて実験を

行った．図 7 に実験結果を示す．結果より，d = 24 の時，両

手法の性能が同程度のものとなることが分かった．予備実験よ

り，両手法の傾向として dの値を大きくすれば認識率が向上す

るため，さらに dの値を大きくすれば，認識率の向上が見込ま

れる．このとき，従来手法では dを大きくすると指数関数的に

メモリ使用量が増加するが，提案手法ではメモリ使用量が増加

しないため，提案手法の方が空間効率が良いと考えられる．d

を大きくしたときの認識率とメモリ使用量の関係は，今後の課

題である．

最後に，同程度のメモリが使える状態で，提案手法と従来手

法とで認識率を比較した．従来手法のパラメータ c, dを変化さ

せることで，提案手法と同程度のメモリ使用量とする．メモリ

量と認識率の関係を図 8に示す．図には，そのメモリ使用量に

おいて最も認識率の高かったものを示している．結果より，メ

モリ使用量を同程度にしたとき，提案手法の方が，従来手法と

比べて，認識率が高いことが分かった．したがって，提案手法

の方が従来手法と比べ，効率よく特徴ベクトル表現を圧縮でき

ていると言える．

6. お わ り に

本稿では，空間効率の良い Bloomier Filterを用いることで，

特徴ベクトルを圧縮表現し，特定物体認識に必要なメモリ使用

量を削減する手法を提案した．二種類のデータセットを用いた

実験の結果，従来の手法と比べ，認識率が同程度の時，メモリ

使用量を削減できることを示した．このことから，同じ認識率

を得るとき，処理時間が長くてもメモリ使用量を削減したい場

合は，提案手法の方が有効であると言える．

今後の課題として，更なる大規模なデータセットで実験，ビッ

トベクトルの次元数 dを増加させての実験，Similarity Hashing

の導入，提案手法の理論的解析といったことが挙げられる．
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