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あらまし SIFT(Scale-Invariant Feature Transform)などの局所特徴量を用いて，大規模特定物体認識を行う場合に

は，データベースに保持しておく局所特徴量（特徴ベクトル）の数が増大する．そのため，メモリ容量の削減が課題

となる．本稿では，局所特徴量のベクトル量子化の手法と，取捨選択の方法によって，メモリ容量の削減を試みる．実

験の結果，ベクトル量子化では，好ましい結果は得られなかった．一方，局所特徴量の取捨選択では，スケール耐性

を犠牲にすることにはなるものの，入力画像のスケールがおおよそ決まっていれば，無削減のデータベースの 1/10程

度にしても，認識率はほとんど変化しないことが分かった．
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Abstract In case of conducting large-scale specific objects recognition using local features such as SIFT, the num-

ber of local features increases. Hence, reduction of the memory utilization is an important issue. In this report, we

attempt memory reduction with two approaches; one is a method using vector quantization, and the other is one

using selection of local features. From experimental results, we confirm that good results could not be acquired by

vector quantization. On the other hand, if we employ feature selection as the method, the recognition rate hardly

decreases with a database whose size is 10% of its original.
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1. は じ め に

特定物体認識 (specific object recognition)とは，画像に写っ

ている物体が，どの物体とまったく同じなのかを言い当てる処

理のことである．このような処理は，部品の過不足の検出や，

偽造品などの検出，バーコードなどの代替などへの用途が考え

られ，実用性が高いといえる．

特定物体認識の一手法として，局所特徴量 (local feature)を

用いる手法がある．この手法は，画像から抽出される局所特

徴量（特徴ベクトル）で画像を表現し，特徴ベクトルを比較

することにより，認識・識別を行うものである．局所特徴量

の例として，SIFT(Scale-Invariant Feature Transform) [1]や，

PCA-SIFT(Principal Component Analysis-SIFT) [2] などが

ある．この手法の利点は，画像上から特徴ベクトルを局所的に

複数抽出するため，多少の隠れや変動があっても，高精度で認

識ができる点にある．

1 枚の画像から抽出される局所特徴量の数は，VGA サイズ

の場合で，数千程度，多い場合には数万にもなる．そのため，

認識対象の画像を大規模化した際には，これらの局所特徴量の

照合に要する処理時間や，記憶に必要となるメモリ容量が問題

となる．

これらの問題を解決するため，野口らは，個々の局所特徴量
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の記録に必要なメモリ容量を削減するというアプローチを採

用している [3]．具体的には，局所特徴量の各次元の記録に必

要なビット数を削減し，個々の局所特徴量を記録するのに要す

るメモリ量を減らすことで，全体のメモリ容量を削減してい

る．この手法は，事前に各次元の値の分布を調べておくことに

より，量子化を比較的簡単に行うことができるというメリット

がある．これに対して，ベクトル量子化という概念も提唱され

ている．D.Nistérらは，ベクトル量子化の方法の 1つとして，

Vocabulary Treeを使ったものを提唱している [4]．しかしなが

ら，この手法では高い認識率を維持するために，木の高さを高

くしなければならず，削減効果が十分に見込めないという問題

点もある．

本稿では，認識のために必要なデータベースの容量の削減を，

ベクトル量子化と，局所特徴量の取捨選択の観点から考察する．

ベクトル量子化は，kd-tree を構築する際に特徴空間を分割す

る方法を用いて，特徴空間を分割し，分割された空間に存在す

る点の重心ベクトルを用いることで行う．局所特徴量の取捨選

択は，特徴量のスケールと，画像空間上での分布を考慮して行

う．実験の結果，ベクトル量子化の方法では，野口らの方法に

匹敵する結果を得ることができなかったが，局所特徴量の取捨

選択では，無削減状態の 10%程度のデータベースを用いた場合

においても，98%の認識率を得ることができた．

2. 従来の削減法

本節では，特定物体認識に対して行われている従来の削減法

と認識方式について述べる．

野口らは，特定物体認識に必要なメモリ容量を削減するため，

スカラー量子化というアプローチをとっている．これは，個々

の局所特徴量（特徴ベクトル）の各次元の取り得る離散値を制

限することによって，メモリ容量の削減を実現するものである．

データベースに登録する局所特徴量の数は，変わらないものの，

個々の容量が小さくなるため，使用メモリが削減される．

野口らは，PCA-SIFT特徴量の各次元を 2bitで表現しても，

認識率はほとんど変化しないと述べている．特徴量の各次元を

short型整数で表現した場合，16bitで表現される．従って，特

徴ベクトル単体では，1/8程度の容量となり，その他の必要な

容量を考慮したトータルでも 1/3程度になることを述べている．

認識には投票方式を用いている．検索質問画像から抽出した

局所特徴量を，データベース中の局所特徴量と距離計算を行い，

近傍となったベクトルに付与されている画像 ID に投票する．

そして，最大得票を得た画像を，認識結果として出力する．

3. 検討する手法

3. 1 特定物体認識に適用できるメモリ削減法

従来手法として挙げたスカラー量子化以外で，データベース

の容量削減方法の可能性として，どのようなものが考えられる

であろうか．その可能性のある手法として，一般物体認識によ

く使われているベクトル量子化や，特徴ベクトルの取捨選択を

行うことが挙げられる．ベクトル量子化を特定物体認識に適用

することにより，認識率を落とさずに，メモリ削減をすること

が可能であろうか．また，局所特徴量の取捨選択をして，デー

タベースに登録する局所特徴量を減らすことで，認識率を落と

さずにメモリ削減ができるであろうか．

本稿では，このような従来とは異なったアプローチを用いて，

認識率を保ったまま，メモリ容量を削減する方法について検討

する．

3. 2 ベクトル量子化の容量削減

3. 2. 1 ベクトル量子化の方法

ベクトル量子化では，特徴空間上の一定領域に分布している

特徴ベクトルをまとめることによって行う．そのため，何らか

の方法により，特徴ベクトルをどのようにしてまとめるのかを

定める必要がある．本稿では，以下のようにして，特徴ベクト

ルをまとめることにする．まず，kd-treeを作成するときに用い

られている，standard kd-tree splitting ruleを用いて特徴空間

を分割する．これは，特徴空間上で，最も分散が大きい次元を

選択し，その次元上に分布している点の座標の中央値で，空間

を分割する方法である．分割空間に含まれる特徴ベクトルの最

大数（バケットサイズ）bを設定し，各空間内に含まれる特徴

ベクトルの数を，b以下になるまで分割する．そして，分割さ

れた特徴空間に分布している特徴ベクトルの重心を求め，その

空間上の特徴ベクトルを重心ベクトルに置換する．データベー

ス中には，重心ベクトルを記録すると共に，置換した特徴ベク

トルに付与されていた画像 IDを，この重心ベクトルに付与し

直すことで，ベクトル量子化を行う．

この重心ベクトルが，ベクトル量子化の codeword（符号語）

に相当するものであり，しばしば visual wordと呼ばれる．

3. 2. 2 認 識 方 式

認識法の違いによる影響を調べるため，認識方式として，投

票方式とベクトル空間法の 2つを用いる．

まず，投票方式について述べる．検索質問画像から抽出した

特徴ベクトル qi が，データベース中にある特徴ベクトルのい

ずれに近いかを検索し，データベース中の対応したベクトルに

付与されている画像 ID全てに投票処理を行う．その結果，最

大得票数を得た画像を認識結果とする．ベクトル同士の距離計

算にはユークリッド距離を用いる．

データベース中の visual wordの総数が少なくなればなるほ

ど，1つの visual wordに対応付く画像 IDの数が増えていくこ

とが予想される．この場合，無削減状態において，データベー

ス中に多くの特徴ベクトルが登録されている画像が，得票しや

すくなりうるといえる．そのため，visual wordに対応付いて

いる画像 IDに投票を行う際には，画像ごとに重みをつけて投

票を行うことにする．具体的には，その画像からデータベース

中に登録されている局所特徴量の数 nを調べ，特徴ベクトルあ

たり 1/
√

nの重みをつけて投票を行う．この重みの程度は，予

備実験の結果から経験的に定めたものである．

また，投票処理によって認識を行うため，データベースの画

像が得た票数によって認識結果が決まる．つまり，正解の画像

が最大得票数となっていれば，特徴ベクトル qi の照合時に多

少の誤りが発生しても問題がないといえる．そこで，本稿では，

ベクトルの照合に ANN(Approximate Nearest Neighbor) [5]
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図 1 ANN の概念図

を用いる．ANNは，木構造を用いて，近似最近傍探索を高速

に行う手法である．近似を行うことにより，ベクトル照合の精

度は低下するものの，検索にかかる処理時間を削減することが

可能となる．

ANN による近似最近傍探索の概念を図 1 に示す．ただし，

簡単のため，説明に関与するセルのみを描いている．いま，q

を検索質問の特徴ベクトル，p1～p6 をデータベース中の画像

の特徴ベクトルとし，現在，p1 が近傍のベクトルとして発見さ

れているとする．最近傍探索を実行する場合，実線で示される

超球と重なるセルには，p1 より近傍の特徴ベクトルが存在す

る可能性があるため，探索の対象となる．一方，近似最近傍探

索を行う場合，p1 までの距離 r に対して，許容誤差 εを用い

て定義される半径 r/(1 + ε)の超球を考え，それと交わるセル

のみを探索の対象とする．これにより，最近傍の特徴ベクトル

(図 1の場合は p3)を発見できない可能性は出てくるが，対象

となるセルの数が減少するため，探索時間を削減できる．

続いて，ベクトル空間法について述べる．

ベクトル空間法は，主に文書検索で用いられている手法であ

る．文書を高次元空間上のベクトルで表現し，そのベクトル同

士を比較することにより，類似度を調べるものであり，現在で

は一般物体認識にも用いられている．本稿では，これを特定物

体認識に適用する．

データベース中の局所特徴量は，全て，データベース中の vi-

sual wordに対応付いているため，画像ごとに，各 visual word

に対応付いている局所特徴量の数を調べることができる．また，

検索質問画像についても，各特徴ベクトルを ANNで検索して，

visual word に対応づけることで，同じように，各 visual word

に対応付いている局所特徴量の数を計算できる．これによって，

visual word を横軸，その visual word に対応付いている局所

特徴量の数（頻度）を縦軸にとれば，各画像をヒストグラムで

表現できる．

このヒストグラムをベクトルとして，ベクトル空間法を適用

する．重みとして，tf·idf重み wを用い，類似度として，cosine

尺度を用いる．そして，cosine尺度が最大となったものを認識

結果とする．なお，tf(term frequency)は，画像中での visual

wordの出現頻度，idf(inverse document frequency)は，全画

像での visual wordが出現した画像数の逆数であり，以下で定

義されるものである．

w = tfw · idfw

tf w =

(log tf) + 1 (tf > 0)

0 (tf = 0)

idfw = log
N

m

ここで，N は総画像数，mはある visual wordを含む画像数で

ある．

3. 3 取捨選択による容量削減

3. 3. 1 取捨選択の方法

まず，データベースの作成方法について述べる．抽出される

局所特徴量の数は，画像によって異なる．そのため，無削減状

態のデータベースでは，画像から抽出された局所特徴量を全て

登録するため，画像によって，記録されている局所特徴量の数

が大きく異なっている．抽出される局所特徴量が多い画像では，

特定の部分から類似した局所特徴量が多数抽出されることがあ

る．これらの局所特徴量は，全てをデータベースに登録してお

く必要がない．よって，画像 1枚からデータベースに抽出する

局所特徴量の数の最大値を R とし，使用するメモリ容量が増

大することを防ぐことにする．抽出された局所特徴量の数が R

を越えない場合には，抽出された局所特徴量を全てデータベー

スに登録する．越えた場合には，以下の手順によって，登録す

る局所特徴量を選択する．本研究では，特定物体の認識を目的

としており，検索質問画像では，画像全体が写っている可能性

は低くはないといえる．そこで，角度耐性に比較的強いと考え

られる，スケールの大きな局所特徴量を選択し，データベース

に登録する．しかしながら，スケールの大きな特徴量が，画像

の一部領域に偏って存在している場合，その領域以外の部分が

撮影された検索質問に対して，認識が困難となる．それに対処

するため，局所特徴量が抽出された画像上の座標値で，最大ク

ラスタ数を R として，k-means クラスタリングをして，分割

された各クラスタから，スケールが最も大きな局所特徴量を優

先して登録する．これにより，画像上から満遍なく局所特徴量

を選択することになり，画像中に物体が一部分しか写っていな

い場合においても，認識できる可能性を高めることができると

考えられる．

認識には，投票方式を用い，ベクトルの照合には，ANNを

用いる．局所特徴量の削減のため，本来対応づくベクトルに対

応づかないことも考えられる．そのため，ANNの結果で返っ

てくる，クエリ点と検索質問のベクトルの点との距離 dが，閾

値 tよりも近い場合にのみ，画像に投票を行う．

4. 実 験

4. 1 実験データベース

4. 1. 1 画像データベース

ベクトル量子化のデータベースには，画像 1万枚，局所特徴

量の取捨選択のデータベースには，画像 10万枚を用いた．画像

1万枚データベースは，A, B, Cの 3種類のデータセットで構

成されている．Aは，Googleイメージ検索を用いて収集した，
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表 1 データベースに登録されている局所特徴量の数（ベクトル量子化）

b 局所特徴量の数 無削減比 [%]

20 1.05 × 106 5.1

10 2.10 × 106 10.1

5 4.19 × 106 20.3

3 8.40 × 106 40.5

2 1.23 × 107 59.5

1 2.07 × 107 100.0

表 2 データベースに登録されている局所特徴量の数（取捨選択）

R 局所特徴量の数 無削減比 [%]

50 4.99 × 106 2.7

75 7.49 × 106 4.1

100 9.98 × 106 5.5

200 1.98 × 107 10.9

300 2.94 × 107 16.1

3,100 枚の画像である．検索キーワードとしては，ポスター”，

“雑誌”，“表紙”などを用いた．Bは，PCA-SIFTのサイト

で公開されている 3,450枚の画像である．Cは，写真共有サイ

トの flickrにおいて，“animal”, “birthday”, “food”, “japan”

などのタグにより収集した 3,450枚の画像である．主に物体や，

自然の写真，人物の写真などを含む．10万枚データベースの構

成は，データセットは同じであるが，データセットの枚数が，A

は 3,100枚，Bは 18,500枚，Cは 78,400枚となっている．こ

れは，1万枚データベースの画像を含んでいる．画像例を図 2

に示す．

なお，収集の際には，600 × 600 pixel 以下のサイズの画像

は除外し，画像の長辺が 640pixel以下になるように縮小した．

画像サイズは，およそ VGA サイズである．そして，この画

像に対して，PCA-SIFT（注1）で，局所特徴量を抽出した．抽出

された局所特徴量の数は，1 万枚データベースでは，全部で，

2.07 × 107，10万枚データベースでは，1.82 × 108 である．

そして，各データベースに対して，3.で述べた，局所特徴量

のベクトル量子化の方法，並びに，局所特徴量の取捨選択の方

法で，データベースを作成した．ベクトル量子化の方法でデー

タベースを作成する際に用いた bの値は，b = 1, 2, 3, 5, 10, 20，

局所特徴量の取捨選択でデータベースを作成する際に用いた

Rの値は，R = 300, 200, 100, 75, 50である．また，そのとき，

データベース内に登録されている局所特徴量の数は表 1, 2の通

りである．

4. 1. 2 検索質問画像

検索質問としては，データセット A, B, C のそれぞれから

100，200，200枚の合計 500枚を無作為に選択した．次に，こ

れらを A4の用紙に印刷し，カメラを用いて撮影した．得られ

た画像の例を図 3に示す．図 3に示すとおり，紙面全体が写る

配置で，紙面に対するカメラの光軸の角度 θ を 90◦, 75◦, 60◦

に変化させた．また，角度を 90◦ として紙面の一部分を撮影し

た．その結果，1枚の紙面に対して，合計 4通りの画像を得た．

（注1）：http://www.cs.cmu.edu/∼yke/pcasift/ で提供されていたものを用

いた．

(a) 撮影角度 90◦ (b) 撮影角度 75◦

(c) 撮影角度 60◦ (d) 撮影範囲一部

図 3 検索質問の例
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図 4 投票による認識率

さらに，撮影した画像を 512×341 pixelに縮小し，PCA-SIFT

により特徴ベクトルを求めた．その結果，画像 1枚あたり平均

612個の特徴ベクトルが得られた．

4. 2 ベクトル量子化

4. 2. 1 投票による実験結果

前節で述べたデータベース，検索質問画像を用いて，ANN

の近似パラメータ ε = 5として，求めた実験結果を図 4に示す．

横軸に visual wordの数，縦軸に認識率を示している．図 4よ

り，バケットサイズが大きくなり，データベース中に記録する

visual wordの数が減少するにつれ，認識率の低下が起こって

いることが分かる．また，野口らのスカラー量子化では，無削

減状態の 1/8(12.5%)のサイズのデータベースを用いた場合で

も，98%以上の認識率を得ていることから，その結果に及んで

いないことが分かる．

一般に，ベクトル量子化を行うと，1つの visual wordに複数

の画像 IDが対応付くため，一度に複数の画像が得票する．こ

のとき，visual wordに対応付いている画像 IDが同一のものば

かりであれば，認識を誤らない．一方で，異なったものばかり

であれば，誤認識の可能性が高くなるといえる．ここで，デー

タベースに登録されている全ての局所特徴量に対して，ANN
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図 2 登録画像の例

表 3 ベクトル空間法による実験結果

b 認識率 [%]

10 84.0

20 66.3

の近似パラメータ ε = 5として，近傍点の検索を行った．そし

て，qに付与されている画像 IDと，ANNで求まった vに付与

されている画像 IDが一致する場合と，一致しなかった場合に

ついて，点間の距離と，その出現頻度を調べた．その結果，画

像 IDが一致する場合は，全体の 3.29%，画像 IDが一致しな

い場合は，96.7%であった．従って，データベース中の局所特

徴量について，互いに距離が近いものを選択し，ベクトル量子

化をすると，大半の場合，異なった画像 IDが付与されている

ものを，まとめてしまうことが分かった．その結果，認識率の

低下を招いているといえる．

4. 2. 2 ベクトル空間法による実験結果

b = 10, 20のデータベースに対して行った実験の結果を表 3

に示す．表に示されているとおり，ベクトル空間法で評価して

も，投票による認識と同程度の認識率となった．この数値は投

票の場合と大きな違いはないため，認識法が異なっても，認識

結果に及ぼす影響はそれほど変わらず，特定物体認識を目的と

したメモリ削減をする場合には，ベクトル量子化は適さないと

考えられる．

表 4 t を変化させたときの認識率 (R = 50)

認識率 [%] 処理時間

t 平均 60◦ 75◦ 90◦ 一部 [ms]

∞ 92.6 94.4 96.8 96.2 83.0 440.7

4472 92.8 94.4 96.8 96.4 83.4 454.4

3873 93.3 94.0 97.2 97.0 84.8 465.5

3162 93.2 93.0 97.6 96.8 85.2 450.8

2236 90.1 79.8 97.4 96.8 86.4 448.9

4. 3 局所特徴量の取捨選択

4. 3. 1 距離の閾値 tの実験

まず，距離の閾値 tとして，どの程度の値を定めるのが適切

かを調べるため，作成したデータベースに対して，tの値を変

化させて，認識率がどのように変化するかを調べる実験を行っ

た．そのうち，R = 50 の場合の結果を表 4 に示す．およそ，

t = 3873, 3162の場合によくなっていることが分かる．Rの値

を変化させたときにおいても，総じて，t = 3873, 3162のあた

りで結果がよくなっていることが分かった．よって，以降の実

験では，t の値として，t = 3873を用いる．

次に，以下の 4手法を比較した．k-meansクラスタリングを

して，その中でスケールの大きな局所特徴を選択する方法 (A)

と，各画像から画像空間上で k-meansクラスタリングをして，

その中から，局所特徴量をランダムに選択する方法 (B)，各画

像から，スケールの大きい局所特徴量を順に選択する方法 (C)，
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図 5 各手法の比較 (R = 50)

各画像からランダムに局所特徴量を選択する方法 (D)，の 4手

法である．

上記 4 手法について，同じ R の値を用いてデータベースを

作成し，認識率を比較した．距離の閾値は，t = 3873である．

R = 50のときの結果を図 5に示す．

縦軸に認識率を示しており，横軸には，左より，全ての平均，

60◦ の検索質問の平均，75◦ の検索質問の平均，90◦ の検索質問

の平均，一部分を撮影した検索質問の平均の，計 5点をプロッ

トしてある．図 5より，画像全体が写っている場合においては，

Aが最もよい認識率となっている．

図 5の (A, C)より，特定平面物体全体が写っている画像を

認識する場合，角度変化への耐性が強い，大きなスケールが認

識に有利であるといえる．しかしながら，スケールが大きいも

のだけを登録した場合 (C)においては，一部分のみが写ってい

る検索質問画像を用いると，認識率が著しく下がっている．こ

れの一つの原因として，大きなスケールの局所特徴量が，画像

の撮影範囲外の部分に偏ってしまい認識ができなかったことが

考えられる．k-means法を適用し，画像上から満遍なく局所特

徴量を選択する手法 (A)を用いると，認識率が大きく回復して

いることから，画像上からスケールの大きな局所特徴量を満遍

なく選択することが重要であるといえる．

続いて，手法 Aに対して，Rの値を変化させたときの認識率

を表 5 に示す．∞ は，局所特徴量をデータベースに登録する
際に，その数の制限を設けなかった場合を示している．

表 5より，元のデータベースの 10%程度でも，98%以上のの

認識率が実現されている．Rが小さくなるにつれ，一部分のみ

を拡大した検索質問に対しては，認識率の低下の程度が大きく

なっている．これは，スケールの大きい局所特徴量を選択した

ためであると考えられる．

5. ま と め

本稿では，局所特徴量のベクトル量子化と，取捨選択により，

データベース容量を削減する方法について考察した．ベクトル

量子化は，kd-tree を構築する際に特徴空間を分割する方法を

用いて，特徴空間を分割し，分割された空間に存在する点の重

心ベクトルを用いることで行った．認識実験の結果，特定物体

表 5 R の値を変化させたときの認識率 (t = 3873)

無削減比 認識率 [%] 処理時間

[%] 平均 60◦ 75◦ 90◦ 一部 [ms]

100 98.7 97.8 99.0 99.0 99.0 1038

16.1 98.8 98.4 99.0 99.0 98.8 778.6

10.9 98.4 98.2 98.6 98.6 98.0 658.8

5.5 97.6 97.6 98.2 98.6 95.8 553.5

4.1 96.7 96.8 98.2 97.8 94.0 537.2

2.7 93.3 94.0 97.2 97.0 84.8 465.5

認識においては，ベクトル量子化は，適さないことが分かった．

一方，局所特徴量の取捨選択は，特徴量のスケールと，画像空

間上での分布を考慮して行うことで，無削減状態の 1/10程度

のデータベースを用いた場合においても，98%の認識率を得る

ことができた．

今後の課題として，k-means法を適用した場合に認識率が高

くなる理由の追及，スカラー量子化と取捨選択法を組み合わせ

て，さらに認識に必要なデータベースの容量の削減を目指すこ

となどが挙げられる．
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